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A KOMUNIKAČNÍCH TECHNOLOGIÍ
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Abstrakt

Tato dizertačnı́ práce se zabývá metodou potlačovánı́ gaussovského (normálně rozloženého)

šumu v signálu pomocı́ tzv. prahovánı́ waveletových koeficientů, s důrazem na řečové

signály. Tento způsob separace užitečného a ruchového signálu vycházı́ z metodologie

WaveShrink. Prvnı́ část práce je věnována některým modifikacı́m této metodologie za

účelem zvýšenı́ jejı́ účinnosti a dále zejména statistické analýze a srovnánı́ vlastnostı́ pěti

prahovacı́ch pravidel.

Druhá část práce je věnována nově vyvinuté metodě tzv. segmentované waveletové

transformace, která, kromě dalšı́ch výhod, umožňuje implementovat waveletovou transfor-

maci pro zpracovánı́ v reálném čase.

Abstract

The dissertation thesis considers a method for suppressing Gaussian (normally distributed)

noise in signals utilizing the so-called thresholding of wavelet coefficients, with particular

focus on speech signals. This type of separation of effective and noisy signals starts from

the WaveShrink methodology. The first part of the thesis considers several modifications of

this methodology in order to improve its performance, and, also, in particular the statistical

analysis and comparison of five thresholding rules.

The second part is devoted to the newly-developed method of so-called segmented

wavelet transform, which allows us to perform the wavelet transform, and thus also the

“wavelet-type separation” in real time, in addition to other benefits.
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Seznam použitých zkratek, symbolů a značenı́

R množina všech reálných čı́sel

R+ množina kladných reálných čı́sel

Z množina celých čı́sel

N množina přirozených čı́sel, tj. N = {1, 2, 3, . . .}
L1(R) množina všech komplexnı́ch funkcı́ lebesgueovsky integrovatelných

s konečnou energiı́, L1(R) =
{
f
∣∣∣
∫∞
−∞ |f(t)| dt <∞

}

L2(R) množina všech komplexnı́ch funkcı́ lebesgueovsky integrovatelných

v kvadrátu s konečnou energiı́, L2(R) =
{
f
∣∣∣
√∫∞

−∞ |f(t)|2 dt <∞
}

[a, b] uzavřený interval od a do b

(a, b) otevřený interval od a do b

A ∩B průnik množin A a B

0 nulový vektor

In jednotková matice řádu n

A⊤ matice transponovaná k maticiA

A−1 matice inverznı́ k (čtvercové regulárnı́) maticiA

d hloubka waveletové dekompozice

m délka waveletových filtrů typu FIR

h waveletový filtr (tj. vektor) typu dolnı́ propust

g waveletový filtr (tj. vektor) typu hornı́ propust

H(·) přenosová funkce lineárnı́ho systému definovaného impulznı́ odezvou h

G(·) přenosová funkce lineárnı́ho systému definovaného impulznı́ odezvou g

H(eiω) kmitočtová odezva filtru h v závislosti na úhlové rychlosti ω

G(eiω) kmitočtová odezva filtru g v závislosti na úhlové rychlosti ω

↓ 2 označenı́ operátoru dyadické decimace

↑ 2 označenı́ operátoru dyadické interpolace

a(k) vektor aproximačnı́ch waveletových koeficientů v úrovni k

d(k) vektor aproximačnı́ch waveletových koeficientů v úrovni k

A(k)(ω) amplitudová kmitočtová charakteristika přı́slušná uzlu s čı́slem k ve

waveletovém paketu
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ω úhlový kmitočet (úhlová rychlost)

s délka segmentů v segmentované waveletové transformaci, SegWT

S celkový počet segmentů signálu v SegWT

Pmin(n) tzv. minimálnı́ délka pravého prodlouženı́ n-tého segmentu v SegWT

Lmax(n) tzv. maximálnı́ délka levého prodlouženı́ n-tého segmentu v SegWT

χM charakteristická funkce množiny M ⊆ R, tj. funkce, pro kterou platı́

χM(x) = 1 pro x ∈M a χM(x) = 0 pro ostatnı́ x

‖·‖ norma prvku množiny; např. pro konečněrozměrné vektory definovaná

‖x‖ =
√
|x1|2 + . . .+ |xn|2, kde x = (x1, . . . , xn)

⊤

x komplexně sdružené čı́slo k čı́slu x

sgn(·) tzv. znaménková funkce: sgn(x) = 1 pro x > 0, sgn(x) = −1 pro x < 0

a sgn(x) = 0 pro x = 0

φ měřı́tková funkce

ψ waveletová funkce

≡ symbol pro identitu náhodných veličin

EX střednı́ hodnota náhodné veličiny X

varX rozptyl náhodné veličiny X , varX = E[(X − EX)2]
X ∼ N(µ, σ2) náhodná veličinaX s normálnı́m rozloženı́m o střednı́ hodnotě EX = µ

a rozptylu varX = σ2

X ∼Np(m,Σ) náhodný vektorX s mnohorozměrným normálnı́m rozloženı́m o střednı́

hodnotěm a kovariančnı́ matici Σ

σ standardizovaná odchylka dané náhodné veličiny, σ2 jejı́ rozptyl

ϕ hustota pravděpodobnosti standardizovaného normálnı́ho rozloženı́

N(0, 1), tj. funkce ϕ(x) = 1√
2π
e−

x2

2

Φ distribučnı́ funkce standardizovaného normálnı́ho rozloženı́,

tj. Φ(x) =
∫ x

−∞ ϕ(x) dx

λ prahová hodnota

δ(·, λ), δ(·) označenı́ prahovacı́ funkce s prahovou hodnotou λ

Mλ(·) střednı́ hodnota prahovacı́ho pravidla při prahové hodnotě λ

Vλ(·) rozptyl prahovacı́ho pravidla při prahové hodnotě λ

Rλ(·) riziko prahovacı́ho pravidla při prahové hodnotě λ
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⊕ operátor ortogonálnı́ho součtu vektorových prostorů

∩ operátor průniku množin

floor (·) zaokrouhlenı́ na nejbližšı́ celé čı́slo směrem k nule

ceil (·) zaokrouhlenı́ na nejbližšı́ celé čı́slo směrem k plus (pro kladná čı́sla)

nebo minus (pro záporná čı́sla) nekonečnu

� symbol označujı́cı́ konec důkazu

FFT rychlá Fourierova transformace (Fast Fourier Transform)

CWT integrálnı́ waveletová transformace (Continuous Wavelet Transform)

DWT diskrétnı́ waveletová transformace (Discrete Wavelet Transform)

DTWT konečná diskrétnı́ waveletová transformace (Discrete Time Wavelet

Transform)

FWT „rychlá“ diskrétnı́ waveletová transformace (Fast Wavelet Transform) –

alternativnı́ označenı́ pro Mallatův pyramidový algoritmus

SWT stacionárnı́ waveletová transformace (Stationary Wavelet Transform),

[48]

SegWT segmentovaná waveletová transformace (Segmented Wavelet

Transform), zkratka pro novou metodu uvedenou v této práci

MRA mnohoměřı́tková analýza (Multiresolution Analysis)

MR-analýza viz MRA

SNR Signal-to-Noise-Ratio, odstup signálu od šumu [dB]

FIR Finite Impulse Response, konečná impulznı́ odezva (filtru)

IIR Infinite Impulse Response, nekonečná impulznı́ odezva (filtru)

Matice značı́me velkými tučnými pı́smeny, např.A. Vektory značı́me malými tučnými

pı́smeny, např. a. Prvky matic a vektorů značı́me přı́slušnými malými pı́smeny italikou (kur-

zı́vou), A = (aij), a = (a1, . . . , an)
⊤. Pokud nebude uvedeno jinak, vektory uvažujeme

jako sloupcové. Náhodné vektory značı́me velkým tučným skloněným pı́smem, náhodné

veličiny velkým skloněným netučným, např. Y = (Y1, . . . , Yn)
⊤. Realizaci náhodného

vektoru značı́me přı́slušnými malými pı́smeny, tj. např. y = (y1, . . . , yn)
⊤.

V obrázcı́ch vytvořených v systému Matlab je mı́sto řádové čárky řádová tečka a také

popisky v grafech jsou v anglickém jazyce.

vii



Obsah
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Úvod 1
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7.1 Testovacı́ a výsledné nahrávky . . . . . . . . . . . . . . . . . . . . . . . 59

8 Segmentovaná konečná diskrétnı́ waveletová transformace 63
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dekompozice d = 3 a délce filtru m = 16 . . . . . . . . . . . . . . . . . 79

xii



Úvod

Waveletová neboli vlnková analýza je modernı́ disciplı́na v oblasti zpracovánı́ signálů, která

má po krátkém, ale velmi prudkém a intenzivnı́m vývoji velkou oblast uplatněnı́ nejen v čistě

technických oborech. Mezi nejvýznamnějšı́ aplikace waveletového zpracovánı́ signálů patřı́

separace signálů od aditivnı́ho šumu z jejich směsı́.

Tato dizertačnı́ práce se zabývá metodou potlačovánı́ gaussovského (normálně rozlo-

ženého) šumu v signálu tzv. prahovánı́m waveletových koeficientů. Tento způsob separace

užitečného a ruchového signálu vycházı́ z metodologie WaveShrink, jejı́miž autory jsou

Donoho a Johnstone [17]. Druhou, neméně podstatnou částı́ této práce je kapitola pojedná-

vajı́cı́ o nově vyvinuté metodě tzv. segmentované waveletové transformace, která umožňuje

provádět waveletovou transformaci, a tedy v důsledku i tuto „waveletovou separaci“ kromě

dalšı́ch výhod v reálném čase.

Text otevı́rá kapitola 1, ve které je uveden současný stav řešeného problému, tj. pře-

hled použı́vaných metod pro potlačovánı́ šumů a hluků v signálech, zejména řečových, a

zhodnocenı́ jejich vlastnostı́. Je zde uvedena řada vzájemně odlišných přı́stupů, at’už jde

o metody založené na spektrálnı́ reprezentaci, na adaptivnı́ filtraci nebo jiných alternativnı́ch

principech.

Na zhodnocenı́ současného stavu problematiky v oblasti „waveletového“ zpracovánı́

dat přirozeně navazuje kapitola 2, obsahujı́cı́ vymezenı́ konkrétnı́ch cı́lů této dizertačnı́

práce.

Po úvodnı́ch prerekvizitách týkajı́cı́ch se v textu použı́vaných pojmů a tvrzenı́ z oblasti

matematiky a zpracovánı́ signálů (kapitola 3) je v kapitole 4 vyložena waveletová transfor-

mace, a to jak ve spojitém čase, tak zejména pro diskrétnı́ signály. Je zde uveden i rychlý

algoritmus pro výpočet waveletové transformace založený na konvoluci a decimaci a jsou

rozebrány kmitočtové vlastnosti waveletových filtrů.

Kapitola 5 poté navazuje konceptem tzv. waveletových paketů (wavelet packets), které

tvořı́ v jistém smyslu zobecněnı́ waveletové transformace. Waveletové pakety lze s úspě-

chem využı́t pro účely potlačovánı́ šumu, jak bude ukázáno, s vyššı́ účinnostı́ nežli je tomu

u standardnı́ waveletové transformace.
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Zásadnı́ část textu je kapitola 6, která detailně rozebı́rá princip tzv. prahovánı́ wavele-

tového spektra za účelem potlačenı́ šumové složky signálu. Je uvedeno pět typů prahovánı́

(obvykle jsou v pracı́ch podobného zaměřenı́ uváděny pouze dva základnı́ typy) a zejména

jsou odvozeny a porovnány jejich vlastnosti z pohledu matematické statistiky.

V kapitole 7 je provedeno testovánı́ uvedených metod na reálných nahrávkách a jejich

objektivnı́ i subjektivnı́ zhodnocenı́.

Kapitola 8 tvořı́ druhou zásadnı́ část práce. Je zde odvozen sofistikovaný algoritmus,

který umožňuje waveletové zpracovánı́ dat v reálném čase (tedy pokud signál neznáme celý

předem, ale přicházı́ postupně jeho segmenty), přı́padně umožňuje výpočetně náročnou

úlohu rozložit na několik méně náročných úloh. Typ zpracovánı́ v reálném čase je často

potřebný v komunikačnı́ch technologiı́ch, zvláště u řečových signálů.

Na závěr je proveden souhrn a zhodnocenı́ přı́nosů této dizertačnı́ práce. Rovněž jsou

navrženy směry, kterými by se mohl ubı́rat dalšı́ výzkum v této oblasti.

Důkazy nejdůležitějšı́ch tvrzenı́ je možné nalézt v přı́lohách, s výjimkou kapitoly 8,

ve které jsou naopak všechny důkazy uvedeny přı́mo v textu. Obsahem přı́loh je rovněž

popis funkcı́ obsažených v programovém balı́ku ThreshLab pro MATLAB, který je rovněž

součástı́ dizertačnı́ práce a který implementuje uvedené separačnı́ techniky a metody jejich

statistické analýzy.
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1 Přehled současné problematiky

Obsahem této kapitoly je uvedenı́ a zhodnocenı́ současného stavu problematiky, tj. dnes

v praxi vı́ce či méně použı́vaných metod pro separaci signálů (zejména řečových) od šumu,

přı́padně hluku v pozadı́. V prvnı́ části kapitoly budou uvedeny metody, které využı́vajı́

principů Fourierovy transformace, znalostı́ charakteristických vlastnostı́ řečových signálů,

sofistikovaných statistických přı́stupů apod. Pozornost druhé části kapitoly bude obrácena

na waveletové metody zpracovánı́ signálů se zaměřenı́m na použı́vané metody separace

deterministických signálů od šumu.

1.1 Metody separace signálů od šumu a hluku

V této části práce je pozornost zaměřena na výčet technik, které je v dnešnı́ době možno

použı́t pro separaci řečového signálu a aditivnı́ho šumu nebo hluku. Šumem zpravidla

rozumı́me náhodný proces, který má přesně definované statistické parametry (jako např.

rozloženı́, střednı́ hodnota, rozptyl, autokorelačnı́ funkce), přičemž tyto parametry nemusı́

být známé. Hlukem naopak rozumı́me signál, který statistickým zákonitostem v tomto

úzkém slova smyslu nepodléhá. Přı́kladem může být hluk motoru, vysavače, dopravnı́ho

provozu ad. U hlukových signálů máme často možnost odhadovat jejich charakteristické

parametry jako energie, spektrálnı́ výkonová hustota atd.

Jednoduššı́ separačnı́ techniky jsou v současné době nedı́lnou součástı́ každého ko-

munikačnı́ho zařı́zenı́ pracujı́cı́ho v zarušeném prostředı́. Většinou se jedná o jednoduché

algoritmy s malou účinnostı́ vlastnı́ separace a s mnoha nedostatky. Ukazuje se, že nejob-

tı́žnějšı́ pro separaci jsou parazitnı́ hluky, které kmitočtově spadajı́ do pásma užitečné řeči.

Takových zvuků je v praktickém provozu bohužel většina. Vhodný algoritmus by měl být

proto schopen patřičně reagovat jak na širokopásmové šumy, impulsnı́ hluky a trvalé rušı́cı́

periodické signály, tak dokonce na nežádoucı́ lidskou řeč v pozadı́.

Metody pro potlačenı́ parazitnı́ho rušenı́ v řečovém signálu lze rozdělit na jednoka-

nálové a vı́cekanálové. V současné době jsou většinou v praxi použı́vány jednoduché

jednokanálové techniky založené na potlačenı́ vyššı́ch, přı́padně nižšı́ch kmitočtů složek
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spektra vstupnı́ho signálu v závislosti na velikosti odstupu signálu od rušenı́ (SNR). Je

zřejmé, že klasickou čı́slicovou filtracı́ rušivých signálů sice docı́lı́me potlačenı́ hluku, ale

v užitečném pásmu kmitočtů dále přetrvává, pouze je vlivem omezené šı́řky přenášeného

pásma pro lidský sluch méně nápadný.

V přı́padě užitı́ adaptivnı́ lineárnı́ filtrace (napřı́klad algoritmu typu LMS) vzniká nežá-

doucı́ přı́davný efekt, který způsobı́, že výstupnı́ signál ztrácı́ svou dynamiku, hlas ztrácı́

barvu a znı́ strojově.

Podstatně dokonalejšı́ jednokanálovou metodou, užı́vanou firmou Motorola v mobil-

nı́ch telefonech pro jednotky „handsfree“, je technika RASTA1, která využı́vá pásmovou

filtraci časově proměnného spektra signálu, tzv. časových trajektoriı́ [25]. Na základě kmi-

točtové analýzy časového průběhu jednotlivých spektrálnı́ch složek modulových spekter

(časových trajektoriı́), je vypočteno spektrum časových trajektoriı́, které je zvykem nazývat

modulačnı́m spektrem. Aplikacı́ vhodného čı́slicového filtru docházı́ k omezenı́ modulač-

nı́ho spektra parazitnı́ho signálu, přitom modulačnı́ spektrum užitečné řeči musı́ zůstat

nezměněno. Potlačenı́ trvalých nebo naopak velmi rychle se v čase měnı́cı́ch (rychleji než

řeč) parazitnı́ch signálů je dostatečné, ovšem pro většinu běžných hluků nenı́ separace

přı́liš účinná. Jinými slovy, separace je velmi neefektivnı́ v přı́padě, kdy spektrum hluku

má charakter spektra řečového signálu, neboli rychlost proměn spektrálnı́ch čar rušenı́ je

srovnatelná s rychlostı́ změn ve spektru lidské promluvy. Navı́c přı́davnou modulacı́ spekter

modulu vstupnı́ho signálu se výstupnı́ řeč stává spı́še nepřı́jemnou.

K robustnějšı́m technikám potlačovánı́ rušenı́ z řečových signálů patřı́ nová jednokaná-

lová metoda nazvaná mapovánı́ spektrogramu, vyvinutá na FEKT VUT v Brně ve spolu-

práci s ApS Brno [35]. Algoritmus využı́vá ke své práci krátkodobých spekter zarušeného

řečového signálu stejně jako metoda RASTA. Vlastnı́ zpracovánı́ v časově-kmitočtovém

prostoru je ale v této metodě zcela odlišné a také účinnějšı́. Principem metody je adaptivnı́

vytvářenı́ tzv. mapy (masky), kterou se následně násobı́ spektrogram řečového signálu, tı́m

se signál „filtruje“, a poté se převede zpět do časové oblasti. Výsledky testovánı́ ukázaly,

že metoda vykazuje excelentnı́ separačnı́ vlastnosti v přı́padě, kdy je možno optimálně

stanovit velikost tzv. prahu pro dlouhé úseky signálu (až několik sekund). To samozřejmě

v praxi nenı́ možné, nebot’ se požaduje nasazenı́ metody v reálném čase. Tehdy je nutné

1RelAtive SpecTrAl
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práh nastavovat velmi rychle a to často vede k odchylkám od jeho optimálnı́ hodnoty, což

se projevuje nežádoucı́mi modulacemi řeči.

Pro rušenı́, které má charakter blı́zký stacionárnı́mu, je velmi vhodná metoda spektrál-

nı́ho odečı́tánı́ [13, 15] a jejı́ modifikace.V řečových pauzách2 je analyzován kmitočtový

obsah rušenı́ a v čase řečové aktivity je toto rušenı́ ve spektrálnı́ oblasti odečı́táno. Ukázalo

se, že se snižujı́cı́m se poměrem SNR drasticky klesá účinnost metody [62]. To vedlo k mo-

difikacı́m metody a ke vzniku metody nelineárnı́ho spektrálnı́ho odečı́tánı́ [34] a metody,

využı́vajı́cı́ maskovacı́ho efektu lidského slyšenı́ [52]. V těchto novějšı́ch verzı́ch jsou již

tzv. odečı́tacı́ parametry určovány dynamicky. Spektrálnı́ odečı́tánı́ má vynikajı́cı́ separačnı́

vlastnosti, pokud hluk v pozadı́ má v čase neměnný charakter (větrák, vysavač naprázdno,

sprcha). Z jejı́ho principu zároveň vyplývá, že pro impulznı́ rušenı́ je naprosto nevhodná

(údery kladiva apod.).

Odlišným přı́stupem k problematice separace je vývoj vı́cekanálových metod schopných

pracovat v reálném čase. Nejstaršı́ dvoukanálová metoda je již dlouhou dobu použı́vána

např. v televiznı́ch přenosech mezi moderátorem a přenosovým vozem. Hlas publicisty

je v hlučném prostředı́ snı́mán směrovým mikrofonem. Hluk okolı́ se snı́má ve vhodné

vzdálenosti druhým mikrofonem s všesměrovou charakteristikou. Vzniklé signály se pak

odečı́tajı́. Tato metoda však nenı́ přı́hodná pro univerzálnı́ použitı́, avšak ukazuje obecný

princip vı́cekanálových metod.

Metody vı́cekanálového zpracovánı́ signálů majı́ daleko většı́ nároky na výpočetnı́ vý-

kon než metody jednokanálové. Současně se zvyšujı́cı́m se výkonem dnešnı́ch signálových

procesorů se vı́cekanálovým metodám dostává stále vı́ce pozornosti. Můžeme je rozdělit

do dvou skupin podle jejich principu, na

• metody pracujı́cı́ s exaktně determinovaným mikrofonnı́m polem,

• „slepé“3 metody pracujı́cı́ přı́mo s několika směsmi, bez jakékoliv přı́davné informace

o poloze mikrofonů.

V prvnı́m přı́padě problém řešı́me deterministicky, na základě souřadnic mikrofonů

určı́me dekompozičnı́ parametry. Řešenı́ druhého přı́padu nabı́zı́ matematická statistika –

2pauzy řečové aktivity lze určovat několika typy detektorů řeč / pauza [38]
3z anglického Blind Source Separation, BSS
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analýza nezávislých komponent [26]. Výhodou vı́cekanálového přı́stupu je značné zlep-

šenı́ výsledného SNR (podle [62] v průměru o 6–7 dB) oproti jednokanálovým metodám,

přičemž subjektivnı́ hodnocenı́ kvality je ještě výrazněji lepšı́. Dalšı́ výhodou je, že kvalita

separace nenı́ podmı́něna stacionárnı́m charakterem rušenı́. Naopak nevýhodou je, že ne-

vhodná konfigurace mikrofonnı́ho pole vede téměř k nemožnosti separace signálů. Z toho

plyne, že vı́cekanálové metody jsou vhodné k aplikaci na mı́stech, kde nedocházı́ ke změně

uspořádánı́ senzorů ani zdroje hluku (automobil, stroj v mechanické dı́lně).

Nejnovějšı́ přı́stupy k problematice separace vycházejı́ z originálnı́ myšlenky tzv. re-

syntézy řeči. Algoritmy tohoto typu vycházejı́ z velmi dobré znalosti principu vzniku řeči

v hlasovém traktu člověka. Nesnažı́ se v parazitnı́m hluku nalézt řečový signál jako ce-

lek, ale detekujı́ pouze základnı́ parametry řečového signálu [63]. Těmito parametry jsou

kmitočet základnı́ho tónu řečiF0, poloha a tvar formantů, energie řečových segmentů, infor-

mace o znělosti / neznělosti apod. Z uvedeného výčtu parametrů pak, pomocı́ standardnı́ch

technik syntézy řeči, rekonstruujeme užitečnou promluvu. Teoreticky jsou tyto algoritmy

schopné extrahovat užitečný řečový signál z rušenı́, majı́cı́ho v čase i kmitočtu charakter

řečového signálu. Jde obecně o periodicky se opakujı́cı́ přechodné hluky s proměnným

spektrem. Může jı́t napřı́klad o zvuky zvı́řat, zvuky hudebnı́ch nástrojů nebo i nežádoucı́

řeč v pozadı́. Taková specifická rušenı́, v lidském prostředı́ velice častá, jsou na potlačenı́

nejnáročnějšı́. Praktická realizace uvedeného principu je však zatı́m v počátcı́ch. Nejprve

bude nutné vyvinout robustnı́ techniky schopné ze silně zarušené směsi řeči a hluku určit

vyjmenované parametry, charakteristické pro řeč.

Celkově se dá shrnout, že žádná ze separačnı́ch metod nenı́ zcela univerzálnı́, každá má

své kladné i záporné rysy. Nicméně u všech metod lze vysledovat analogické vlastnosti –

každá metoda při potlačovánı́ hluku zkresluje také samotnou řeč. Tento jev se samozřejmě

stává čı́m dál výraznějšı́m se snižujı́cı́m se odstupem signálu od šumu (hluku). Nastavenı́

parametrů separace (a tı́m jejı́ výsledek) je proto vždy nutné volit jako kompromis mezi mı́rou

potlačenı́ hluku a zkreslenı́m samotné řeči. Stejné tvrzenı́ platı́ přirozeně i o waveletových

metodách, které jsou uvedeny v části 1.2.2.

Na závěr je ještě je vhodné uvést poznámku, že pro posuzovánı́ kvality separace nenı́

možné využı́vat výhradně objektivnı́ metody, zejména zlepšenı́ poměru SNR. Rovněž

subjektivnı́ kvalita separace hraje důležitou roli. Dokonce nahrávka s objektivně horšı́
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úrovnı́ separace může člověku znı́t lépe a srozumitelněji, a naopak. Tento jev je způsoben

faktem, že objektivnı́ metody nezahrnujı́ do svého hodnocenı́ zkreslenı́ samotné řeči.

1.2 Waveletové metody zpracovánı́ signálu

Zpracovánı́ signálů pomocı́ waveletové transformace je v poslednı́ch letech značně využı́-

vaná disciplı́na se stále se rozvı́jejı́cı́ škálou aplikacı́ při zpracovánı́ jak jednorozměrných,

tak vı́cerozměrných signálů. Jde o relativně nový přı́stup k analýze signálů, jehož základnı́

principy byly položeny již před několika desı́tkami let, avšak jehož bouřlivý vývoj odstar-

toval až počátkem osmdesátých let 20. stoletı́.

Své uplatněnı́ při analýze a syntéze signálů našla waveletová transformace v oborech

jako jsou telekomunikace, sonarová a radarová technika, seizmologie, meteorologie, lé-

kařstvı́ ad. V těchto oborech se použı́vá bud’ pro časově-kmitočtovou analýzu signálů,

pro rekonstrukci a restauraci neúplných či silně zarušených signálů, nebo pro kompresi

dat. Na tomto posledně jmenovaném poli dosahuje waveletová transformace vynikajı́cı́ch

výsledků, zejména při kompresi digitálnı́ch obrazů, což dokazuje např. nově zaváděný

standard waveletové obrazové komprese JPEG 2000 [43].

Zmı́něné obory tvořı́ těžiště aplikacı́ waveletové transformace, nýbrž jejı́ okrajové

(avšak neméně důležité) využitı́ můžeme nalézt také v teoretické matematice (aproximačnı́

teorie, numerické řešenı́ diferenciálnı́ch rovnic, [4, 29]) nebo dokonce v oblasti zpracovánı́

hudby [5, 11]. Pro přehled méně obvyklých aplikacı́ viz [40].

Hlavnı́ zásluhou waveletové analýzy je, že přinesla nový typ reprezentace signálů a

rozšı́řila tak soubor nástrojů pro jejich zpracovánı́. Ve srovnánı́ s obvyklým fourierovským

přı́stupem pozorujeme lepšı́, ale i horšı́ vlastnosti. Použitı́ waveletových technik tedy nenı́

univerzálnı́, ale pro každý typ úlohy je třeba dobře zvážit jeho vhodnost.

Matematická teorie waveletové transformace se vyvı́jela dlouhá léta vedle prvnı́ch

praktických inženýrských aplikačnı́ch experimentů, aniž by se tyto oblasti střetly. Počát-

kem osmdesátých let dvacátého stoletı́ upozornil na vzájemnou úzkou provázanost těchto

dvou oblastı́ francouzský vědec Stéphane Mallat a odstartoval tak „waveletovou revoluci“.

Spolupracı́ mezi zmı́něnými dvěma oblastmi se poté velmi intenzivnı́m způsobem začala

dotvářet jak sofistikovaná teorie, vycházejı́cı́ z funkcionálnı́ch prostorů, tak také stále nové
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a nové aplikace. Tento trend stále ještě pokračuje, přestože v poslednı́ch letech ne tak

bouřlivě.

Budoucı́ vývoj v této oblasti směřuje k systémům, které jsou po formálnı́ stránce zobec-

něnı́m waveletů a jež jsou vı́ce přizpůsobeny konkrétnı́m úlohám na úkor univerzálnosti

jejich použitı́. To jsou např. dnes již velmi rozšı́řené biortogonálnı́ wavelety, frejmy (frames)

a Rieszovy báze [9, 46], neortogonálnı́ a neúplné systémy [8, 47].

1.2.1 Využitı́ waveletových metod při zpracovánı́ řeči

Waveletová transformace se uplatnila také v některých oblastech zpracovánı́ řečových

signálů. Protože řeč má přibližně stacionárnı́ povahu pouze pro jejı́ velmi krátké úseky,

fourierovský typ zpracovánı́, který vycházı́ z nekonečně dlouhých harmonických bázových

funkcı́, nenı́ pro určité aplikace vhodný. Waveletová transformace, umožňujı́cı́ ze své

podstaty reprezentativnějšı́ pohled na signál z krátkodobého hlediska, se pokusila standardnı́

metody zpracovánı́ řeči vylepšit.

Publikace [36, 61] ukazujı́, že při detekci základnı́ho tónu řeči F0 má waveletová trans-

formace několik výhod včetně odstraněnı́ problému dvojnásobenı́ základnı́ho kmitočtu.

V oblasti segmentace řeči na fonémy [41] waveletová transformace nepředčila tradičnı́

metody, zejména z toho důvodu, že řečový signál je velmi proměnlivý a nenı́ možné všechny

jeho aspekty zachytit pomocı́ pevné waveletové báze.

Přı́nosem v oblasti potlačovánı́ různých typů šumů v pozadı́ řeči se stala metoda wavele-

tového vyhlazovánı́ spektrogramu šumu [32, 42]. Použitı́ takto vyhlazeného spektrogramu

podle výzkumné zprávy [61] přineslo zlepšenı́ SNR v průměru o 3–5 dB.

1.2.2 Waveletové metody pro separaci signálu od šumu

Základ pro všechny waveletové techniky separace byl položen v článku [17]. Zde byl uveden

princip úpravy waveletového spektra po ortogonálnı́ transformaci za účelem odstraněnı́

šumu. Metodologie, kterou jejı́ tvůrci nazvali Waveshrink, vycházı́ z vlastnosti waveletové

transformace koncentrovat podstatnou část energie do několika málo koeficientů. V přı́padě,

že signál nenı́ pohlcen šumem, stačı́ vypustit „malé“ koeficienty, které reprezentujı́ šumovou

složku. Autoři také ukázali, že v určitém statistickém smyslu má tento přı́stup optimálnı́
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vlastnosti.

Na základě této metody byla postupně vystavěna různá zobecněnı́ a vylepšenı́. Napřı́klad

Silverman a Johnstone [22] zobecnili tuto metodu i pro barevný (korelovaný) šum.

Dále byly zkoumány přı́nosy přı́stupu „wavelet shrinkage“ [48], což je ještě obecnějšı́

přı́stup k úpravě koeficientů, než bylo základnı́ prahovánı́ použité v článku [17].

Původně pro kompresi otisků prstů pro FBI byla určena nová metoda, kterou přinesli

Wickerhauser a Coifman [10] a která se nazývá „wavelet packets“. Tato metoda se ukázala

být vhodnou pro daleko širšı́ škálu problémů. Stejnı́ autoři zároveň ukázali, jak vybı́rat op-

timálnı́ waveletovou bázi, která se co nejvı́ce přimyká charakteru zpracovávaného signálu.

Při zvolenı́ takovéto báze je možné dosáhnout lepšı́ch výsledků i v separačnı́ch úlohách.

U waveletové separace signálu od šumu pomocı́ prahovánı́ je nutné zvolit tzv. pra-

hovacı́ pravidlo, které řı́ká, jakým způsobem bude zacházeno s koeficienty, které nebyly

vynulovány. V základnı́ metodě existujı́ dvě pravidla – tvrdé a měkké prahovánı́. Vzhledem

k tomu, že obě tato základnı́ pravidla kromě specifických výhod také trpı́ specifickými ne-

dostatky, byla později uvedena ještě dalšı́ pravidla, která se snažı́ přı́hodné vlastnosti obou

typů kombinovat [48, 66, 70].

Na prahovacı́ pravidla můžeme nahlı́žet z perspektivy matematické statistiky a v tomto

smyslu posuzovat jejich vlastnosti. Statistickou technikou „Exact Risk Analysis“ lze od-

vodit několik veličin, které charakterizujı́ základnı́ znaky prahovacı́ch pravidel [6, 23, 24].

V literatuře však chybı́ právě takový typ analýzy u tzv. hyperbolického prahovánı́, což je

jeden z nestandardnı́ch typů; zřejmě to je z důvodu, že je nutno analyticky vyjádřit velmi

speciálnı́ integrály.

Rovněž chybı́ šı́řeji pojaté pojednánı́, které by se zabývalo srovnánı́m vlastnostı́ všech

použı́vaných pravidel v jednom celku.

Statistické vlastnosti bývajı́ v literatuře uváděny pro speciálnı́ přı́pad jednotkového

rozptylu šumu, tj. σ = 1. Důkaz, že tento předpoklad nenı́ na újmu obecnosti, a zejména

jakým způsobem vlastnosti přepočı́tat na přı́pad šumu s jiným rozptylem, v dostupné

literatuře také nenı́ uveden.

Nutno poznamenat, že waveletové metody separace signálů jsou omezeny na přı́pad,

kdy aditivnı́ šum má známé (nebo alespoň odhadnutelné) statistické vlastnosti. Čı́m vı́ce se

šum „blı́žı́“ bı́lému, tı́m vyššı́ účinnost metody zaznamenávajı́. Pro separaci dvou signálů
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deterministického charakteru (např. řeč a hluk motoru) metody selhávajı́.

1.2.3 Waveletová transformace realizovatelná v reálném čase

Za současného stavu vývoje problematiky nenı́ možné aplikovat waveletovou transfor-

maci pro zpracovánı́ signálů v reálném čase. Autoři se zabývajı́ teoretickými i praktickými

aspekty waveletové transformace, avšak pouze pro zpracovánı́ signálu „off-line“4; v sou-

časném stavu poznánı́ chybı́ sofistikovaný algoritmus, který by tento způsob zpracovánı́

umožnil.

Jestliže někteřı́ autoři přistupujı́ k sekvenčnı́mu waveletovému zpracovánı́ dat, tzn.

po segmentech, např. [11, 68], volı́ jejich délku a překrytı́ ad hoc a kompenzujı́ pak

vzniklá zkreslenı́ průměrovánı́m či váženı́m výstupnı́ch segmentů. Jak bude ukázáno v této

dizertačnı́ práci, lze však vyvinout algoritmus, pomocı́ něhož se určı́ překryvy segmentů a

způsob jejich zpracovánı́ tak, že k žádnému zkreslenı́ nedocházı́. Vývoj takového algoritmu

je úkol značně obtı́žný a vyžaduje hlubokou znalost algoritmu waveletové transformace,

nebot’do úvahy se musı́ vzı́t proměnné veličiny jako délka segmentu, délka waveletového

filtru a v neposlednı́ řadě počet úrovnı́ dekompozice.

4tzn. předpokládáme-li znalost celého průběhu signálu předem
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2 Cı́le dizertačnı́ práce

Na základě rozboru stavu současné problematiky uvedeného v kapitole 1 byly formulovány

cı́le této dizertačnı́ práce:

• Srovnat pět druhů prahovacı́ch pravidel na základě statistické analýzy rizika. K tomu

bude třeba nalézt vzorce střednı́ hodnoty, rozptylu a rizikové funkce pro hyperbolické

prahovánı́, a v přı́padě neúspěchu vyjádřit tyto statistiky alespoň numericky. Dále

uvést důkaz, že předpoklad jednotkového rozptylu σ = 1 nenı́ na újmu obecnosti,

a uvést z toho plynoucı́ výpočty statistických veličin pro přı́pad σ 6= 1 pomocı́

předchozı́ho přı́padu.

• Prozkoumat, zda a jak velký přı́nos má změna waveletové báze (technika „wavelet

packets“, která se v minulosti ukázala přı́nosnou v oblasti efektivnı́ komprese obra-

zových dat.) pro řečové signály zatı́žené šumem. Tento přı́nos posoudit kvantitativně

i kvalitativně.

• Vytvořit algoritmus, pomocı́ kterého bude možné waveletové zpracovánı́ diskrétnı́ho

signálu po segmentech, tj. zejména v reálném čase. Sofistikovaný algoritmus tohoto

typu, který by nevnášel do zpracovávaného signálu zkreslenı́, zatı́m nebyl vyvinut.

Nový algoritmus bude přitom využı́vat postupy použı́vané ve standardnı́ waveletové

transformaci.
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3 Výchozı́ poznatky z matematiky

a teorie zpracovánı́ signálů

Úkolem této kapitoly je uvést, přı́p. ozřejmit některé pojmy, jež budou v průběhu dizertačnı́

práce často použı́vány. Abychom tuto kapitolu nečinili přı́liš podrobnou a zdlouhavou,

v některých přı́padech se odvoláváme na literaturu.

3.1 Matematika

Obvyklý základnı́ aparát vektorových prostorů přebı́ráme z [37, 14]. V oblasti funkcionál-

nı́ch prostorů, ze které vycházı́ také teorie waveletů, se často pracuje s Hilbertovými pro-

story. Jsou to úplné vektorové prostory s definovaným skalárnı́m součinem. Skalárnı́ součin

dvou prvků x, y z vektorového prostoru budeme značit 〈x, y〉. Pomocı́ skalárnı́ho součinu

je možné vždy definovat tzv. indukovanou normu ‖x‖ =
√
〈x, x〉.

Jako přı́klad vektorových prostorů můžeme uvést prostory funkcı́

Lp(R) =

{
f

∣∣∣∣∣

(∫ ∞

−∞
|f(t)|p dt

)1/p

<∞
}
, 1 ≤ p <∞ (3.1)

(integrál uvažujeme v Lebesgueově smyslu [37]). V textu této práce budeme pracovat

v prostoru L2(R), který je dokonce Hilbertovým prostorem; L1(R) však nenı́! Dalšı́mi

typickými Hilbertovými prostory jsou Rn (Cn), prostory všech reálných (komplexnı́ch)

vektorů délky n.

Jednı́m z nejdůležitějšı́ch pojmů nejen pro účely této práce je báze. Báze vektorového

prostoru E je množina prvků E, které jsou lineárně nezávislé a uzávěr jejich lineárnı́ho

obalu je roven prostoru E. Dva nenulové prvky x, y ∈ E nazýváme ortogonálnı́mi, pokud

pro ně platı́ 〈x, y〉 = 0. Pokud navı́c ‖x‖ = ‖y‖ = 1, řekneme, že x, y jsou ortonormálnı́.

Ortogonálnı́, resp. ortonormálnı́ báze E je pak taková báze E, jejı́ž každé dva prvky jsou

vzájemně ortogonálnı́, resp. ortonormálnı́.

Pokud A je regulárnı́ čtvercová matice (tj. má plnou hodnost), pak symbolem A−1

označujeme matici inverznı́ kA, pro niž platı́AA−1 = A−1A = I. Řekneme, že maticeA
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je ortogonálnı́, pokud platı́ A⊤ = A−1. Taková matice má vlastnost, že vektory ve všech

jejı́ch sloupcı́ch jsou navzájem ortonormálnı́, nebot’A⊤A = A−1A = I a stejně tak ve

všech řádcı́ch, nebot’AA⊤ = AA−1 = I.

Budeme-li hovořit o waveletových paketech (kap. 5), je vhodné k tomu využı́t termi-

nologie teorie grafů. Základnı́ pojmy jako graf, uzel, hrana, cesta z uzlu do uzlu, násled-

nı́k, předchůdce přebı́ráme z [31]. Matematické struktury teorie grafů obvykle vyjadřujı́

intuitivnı́ představu nějakého reálného objektu. Typ grafů, jimiž vyjadřujeme strukturu

waveletového paketu, se dı́ky svému charakteristickému tvaru nazývajı́ stromy. Vzhledem

k tomu, že každý uzel waveletového paketu má bud’dva nebo žádného následnı́ka, mluvı́me

o binárnı́ch stromech. Uzly, které nemajı́ následnı́ka, nazýváme přirozeně koncové uzly,

přı́p. listy. Hloubkou uzlu ve stromu budeme rozumět délku cesty do tohoto uzlu z tzv.

kořenového uzlu. Hloubkou stromu budeme rozumět délku nejdelšı́ cesty v tomto stromu.

Úplný binárnı́ strom hloubky d je binárnı́ strom, jehož všechny listy majı́ hloubku d.

Základnı́ aparát pravděpodobnostnı́ho počtu přebı́ráme z učebnice [3]. Všechny ná-

hodné veličiny, se kterými budeme pracovat, jsou definovány na stejném pravděpodob-

nostnı́m prostoru (Ω, A, P ). Skutečnost, že náhodný vektor Y má rozloženı́ o hustotě

f(y,Ψ), budeme vyjadřovat zápisem Y ∼ f(Ψ). Speciálně pro náhodný vektor, který

má p-rozměrné normálnı́ rozloženı́ o střednı́ hodnotě m a kovariančnı́ matici Σ, pı́-

šeme Y ∼ Np(m,Σ). Hustotu pravděpodobnosti standardizovaného normálnı́ho rozlo-

ženı́ N(0, 1) značı́me ϕ(x) a je definována vzorcem ϕ(x) = 1√
2π
e−

x2

2 . Distribučnı́ funkci

N(0, 1) značı́me Φ(x) a je definována Φ(x) =
∫ x

−∞ ϕ(x) dx. V dalšı́m textu, zejména

v důkazech a odvozenı́, využı́váme některé jejich vlastnosti:

ϕ(−x) = ϕ(x) (3.2)

Φ(−x) = 1− Φ(x) (3.3)
dϕ(x)

dx
= −xϕ(x). (3.4)

3.2 Teorie zpracovánı́ signálů

Pokud budeme mluvit o signálu, budeme mı́t na mysli bud’funkci v běžném slova smyslu

(ve spojitém přı́padě) nebo posloupnost (v diskrétnı́m přı́padě). Ze souvislosti bude vždy
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zřejmé, o který přı́pad se jedná. Posloupnosti a jejich složky budeme značit stejně jako

konečné vektory, např. x = (. . . , x−1, x0, x1, x2, . . .).

Konvolucı́ dvou diskrétnı́ch signálů rozumı́me signál z = x ∗ y, kde je definováno

zn =
∑

k xk yn−k. Pokud x je vektor délky n ∈ N a y vektor délky m ∈ N, pak zmá délku

n +m− 1.
(Diskrétnı́m) lineárnı́m filtrem rozumı́me operátor F, který provádı́ zobrazenı́ z prostoru

všech posloupnostı́ P na tentýž prostor (tj. transformuje „vstupnı́“ signál na „výstupnı́“

signál) a platı́ pro něj

F(αx+ y) = αF(x) + F(y) pro všechna x,y ∈ P, α ∈ R. (3.5)

Lze ukázat, že každý lineárnı́ časově invariantnı́ filtr [51] je jednoznačně reprezentován

posloupnostı́ f ve smyslu F(x) = f ∗ x pro každé x ∈ P . Lineárnı́ časově invariantnı́

filtry budeme dále nazývat jednoduše filtry. Posloupnost f nazýváme impulznı́ odezvou

filtru F, nebot’položı́me-li za x jednotkový impulz, výstupem bude právě posloupnost f .

Vzhledem k předchozı́mu si dovolujeme nazývat filtrem i samotnou posloupnost f . Pokud

f má konečný počet nenulových prvků, řı́káme, že jde o filtry s konečnou impluznı́ odezvou

(FIR), jinak řı́káme, že jde o filtry s nekonečnou impluznı́ odezvou (IIR).

Funkci F (z) =
∑

k fk z
−k, pokud součet existuje alespoň pro jedno z ∈ C, nazýváme

Z-transformacı́ signálu f . Jejı́ hodnota vyjádřená pouze na jednotkové kružnici, tedy

F (eiω) =
∑

k

fk e
−iωk, (3.6)

nazýváme kmitočtovou odezvou filtru f . F (eiω) můžeme chápat jako komplexnı́ funkci

proměnné ω a lze ji tedy rozložit jako

F (eiω) = A(ω) · e−i θ(ω) (3.7)

na amplitudovou kmitočtovou odezvu A(ω) = |F (eiω)| a fázovou kmitočtovou odezvu

θ(ω) = argF (eiω). Lze snadno ukázat, že F (eiω) je 2π-periodická vzhledem k úhlovému

kmitočtu ω.

Filtr f nazveme hornı́ propustı́, pokud platı́, že amplitudová kmitočtová odezva je na

kmitočtu ω = π nenulová a na kmitočtu ω = 0 nulová, tj. |F (−1)| 6= 0, |F (1)| = 0. Filtr f

nazveme dolnı́ propustı́, pokud platı́ |F (1)| 6= 0, |F (−1)| = 0 [39].
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4 Waveletová transformace

V této kapitole jsou uvedeny nezbytné základy teorie waveletové transformace. Nejprve

je princip rozkladu funkce (signálu) do množiny bázových funkcı́ (bázových signálů)

vysvětlen v oblasti spojitého času (integrálnı́ waveletová transformace, CWT,1 a diskrétnı́

waveletová transformace, DWT), část 4.1. V části 4.2 bude zavedena tzv. měřı́tková funkce,

důležitá pro odvozenı́ mnohoměřı́tkové analýzy. V části 4.3 je pak vysvětlena analogická

podoba waveletové transformace v oblasti diskrétnı́ho času (tzv. konečná diskrétnı́ wa-

veletová transformace, DTWT2), které se budeme věnovat ve zbytku práce, a jejı́ úzká

souvislost s lineárnı́ filtracı́ signálů.

4.1 Integrálnı́ waveletová transformace

Teorie waveletové analýzy je podobně jako Fourierova analýza signálu budována obvykle

pro funkce z prostoru L2(R), což je množina všech (komplexnı́ch) funkcı́ definovaných

na R

L2(R) =

{
f

∣∣∣∣∣

√∫ ∞

−∞
|f(t)|2 dt <∞

}
,

kde integrál je uvažován v Lebesgueově smyslu [14, 37]. Tyto funkce představujı́ signály

s konečnou energiı́. Vnitřnı́ součin, resp. normu v L2(R) definujeme

〈f, g〉 =
∫ ∞

−∞
f(t)g(t)dt, (4.1)

resp.

‖f‖ =
√∫ ∞

−∞
|f(t)|2 dt. (4.2)

Waveletem nazýváme funkci ψ ∈ L2(R) splňujı́cı́ tzv. podmı́nku přı́pustnosti

∫ ∞

−∞

∣∣∣ψ̂(ω)
∣∣∣
2

|ω| dω <∞, (4.3)

1Continuous Wavelet Transform, proto v české literatuře najdeme i název spojitá waveletová transformace
2Discrete-Time Wavelet Transform, rovněž bývá použı́ván název Finite Discrete Wavelet Transform
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kde ψ̂ představuje integrálnı́ Fourierovu transformaci funkce ψ. Podmı́nka přı́pustnosti je

postačujı́cı́ podmı́nkou pro existenci inverznı́ integrálnı́ waveletové transformace. Dá se

ukázat, že v přı́padě ψ ∈ L1(R) ∩ L2(R) dı́ky (4.3) musı́ rovněž platit
∫ ∞

−∞
ψ(t) dt = 0, (4.4)

podmı́nka nulové průměrné hodnoty. Dohromady sψ ∈ L2(R) to lze fyzikálně interpretovat

tak, že wavelety nutně musı́ mı́t oscilatorický charakter a jejich kmity musı́ být tlumeny

směrem k ±∞.

(Integrálnı́) waveletová transformace funkce (signálu se spojitým časem) f je defino-

vána

CWTf (a, b) = |a|−
1

2

∫ ∞

−∞
f(t)ψ

(
t− b

a

)
dt (4.5)

pro a ∈ R \ {0}, b ∈ R. Pro každou f je to funkce dvou spojitých proměnných; b vyjadřuje

posunutı́ψ v čase, resp. a vyjadřuje změnu měřı́tka3. Koeficient |a|−
1

2 je zde kvůli zachovánı́

normy v L2(R) (tj. energie), tzn. aby pro každé přı́pustné a platilo
∥∥∥|a|−

1

2 ψ
(

t−b
a

)∥∥∥ =
‖ψ(t)‖. Podobně jako u transformacı́ Fourierova typu však i zde stačı́ pro jednoznačnou

existenci inverznı́ transformace brát v úvahu pouze vybrané z funkcı́ ψ
(

t−b
a

)
: definujeme-li

spočetně mnoho funkcı́

ψj,k(t) = 2
−j/2 ψ

(
2−jt− k

)
, j, k ∈ Z, (4.6)

pak vzorcem

DWTf(j, k) = 〈f, ψj,k〉 =
∫ ∞

−∞
f(t)ψj,k(t) dt, j, k ∈ Z (4.7)

definujeme tzv. diskrétnı́ waveletovou transformaci. Jinými slovy, DWT je vzorkovanou

verzı́ CWT na sı́ti parametrů a = 2j, b = 2jk, j, k ∈ Z, nebot’platı́

CWTf(2
j, 2jk) =

∣∣2j
∣∣−1/2

∫ ∞

−∞
f(t)ψ(2−jt− k) dt

=

∫ ∞

−∞
f(t) 2−j/2ψ(2−jt− k) dt

= 〈f, ψj,k〉 = DWTf (j, k).

Název „diskrétnı́ “ je odvozen od diskrétnı́ (i když nekonečné) množiny parametrů trans-

formace j, k.

3tzv. translace, resp. dilatace
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Obr. 4.1: Mateřský wavelet typu Haar.

Byly nalezeny funkce ψ takové, že {ψj,k}j,k∈Z je úplnou ortonormálnı́ bázı́ L2(R). Pak

libovolnou funkci f ∈ L2(R) lze vyjádřit součtem waveletové řady

f(t) =
∑

j,k∈Z

〈f, ψj,k〉ψj,k(t), (4.8)

přičemž rovnost platı́ pro skoro všechna t. Čı́slo cj,k = 〈f, ψj,k〉 nazýváme j, k-tým wavele-

tovým koeficientem funkce f . Pro množinu {cj,k}j,k∈Z použı́váme pojmenovánı́ waveletové

spektrum funkce f , funkci ψ řı́káme mateřský wavelet.

Byly dokonce nalezeny ortonormálnı́ báze L2(R) takové, že jejı́ prvky (funkce) majı́

kompaktnı́ nosič, tj. lze nalézt ohraničený interval takový, že mimo něj má funkce nulovou

hodnotu. Přı́kladem takových funkcı́ jsou wavelety typu Daubechies [12], obr. 4.2, nebo

nejjednoduššı́ tzv. Haarův wavelet (obr. 4.1).

Kompaktnost nosiče waveletu hraje často důležitou úlohu. Fakt, že wavelet ψ je vně

nějakého ohraničeného intervalu nulový, znamená, že přı́nos každého jeho posunutı́ a

smrštěnı́ ψj,k k analyzované funkci je pouze lokálnı́ (délka intervalu záležı́ na zvoleném j,

čı́m vyššı́ j, tı́m delšı́4 délka intervalu působnosti konkrétnı́ho waveletu).

42j-krát
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Obr. 4.2: Přı́klad dilatace a translace mateřského waveletu. Funkce ψ = ψ0,0 je originálnı́

wavelet typu Daubechies 2, funkce ψ−1,2 je odvozený wavelet s dilatačnı́ konstantou j = −1
(tedy je 2j = 2 -krát „užšı́“ než originál) a konstantou translace k = 2 (wavelet je posunut

doprava na čı́selné ose). Dı́ky normalizačnı́mu koeficientu je zároveň 2−j/2=
√
2 -krát „vyššı́“

než originál. Tyto dvě funkce jsou ortonormálnı́.

4.2 MR – analýza

Pojem „MR-analýza“ neboli mnohoměřı́tková analýza pro rozklad signálu do bázových

funkcı́ různých měřı́tek pocházı́ z anglického názvoslovı́ (multiresolution analysis, MRA).5

Koncept MR-analýzy vycházı́ z toho, že velké hodnoty měřı́tka j korespondujı́ s reprezen-

tacı́ trendu v signálu, zatı́mco pro j → −∞ bázové funkceψj,k vystihujı́ detailnějšı́ chovánı́

signálu. To umožnı́ rozložit jakýkoliv signál i s nespojitostmi nebo s ostrými hroty.

Pro přı́pustný wavelet ψ lze formálně tento rozklad zapsat

L2(R) = . . .⊕W2 ⊕W1 ⊕W0 ⊕W−1 ⊕ . . . , (4.9)

kde ⊕ značı́ ortogonálnı́ součet prostorů funkcı́. Pokud navı́c existuje tzv. měřı́tková funkce

5V české odborné literatuře se použı́vajı́ rovněž označenı́ analýza o vı́ce úrovnı́ch rozlišenı́, analýza

s několikanásobným rozlišenı́m.
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φ ∈ L2(R), která generuje MR-analýzu {Vj}j∈Z v L2(R) (přesnou matematickou definici

viz [27, 14]), pak platı́

Vj = Vj+1 ⊕Wj+1 (4.10)

a rozklad (4.9) lze upravit na

L2(R) = Vj ⊕Wj ⊕Wj−1 ⊕Wj−2 ⊕ . . . (4.11)

pro libovolné pevně zvolené j. V uvedených vztazı́ch

Wj =

{
w(t)

∣∣∣∣∣w(t) =
∞∑

k=−∞
sj,k ψj,k(t), sj,k ∈ C

}
, j ∈ Z (4.12)

Vj =

{
x(t)

∣∣∣∣∣x(t) =
j+1∑

i=∞

∞∑

k=−∞
si,k ψi,k(t), si,k ∈ C

}
(4.13)

=

{
x(t)

∣∣∣∣∣x(t) =
∞∑

k=−∞
sj,k φj,k(t), sj,k ∈ C

}
, j ∈ Z, (4.14)

kde definujeme φj,k = 2
−j/2 φ (2−jt− k). Prostory Vj ,Wj,Wj−1, . . . jsou (pro každé zvo-

lené j ∈ Z) navzájem ortogonálnı́, tzn. pro libovolné dvě funkce z navzájem různých

prostorů, f, g, platı́ 〈f, g〉 = 0. Každou funkci f ∈ L2(R) tak lze rozložit pomocı́ MR-

analýzy jako součet navzájem ortogonálnı́ch funkcı́, např.

f(t) =
∑

l∈Z

a0l φ(t− l)

︸ ︷︷ ︸
∈V0

+
∑

k,j∈Z, j≤0
bj,k ψj,k(t), (4.15)

kde a0l, bj,k ∈ C jsou souřadnice f v bazı́ch prostorů V0,W0,W−1,W−2 . . .. Přı́klad MR-

analýzy, kdy f považujeme za prvek prostoru V0 = W1 ⊕W2 ⊕W3 ⊕W4 ⊕W5 ⊕ V5,

ilustruje obrázek 4.3.

V základu MR-analýzy ležı́ dva důležité vztahy vycházejı́cı́ z (4.10), tzv. měřı́tková

rovnice

φ(t) =
√
2

∞∑

k=−∞
hk φ (2t− k) (4.16)

a waveletová rovnice

ψ(t) =
√
2

∞∑

k=−∞
gk φ (2t− k) (4.17)

pro dané posloupnosti (souřadnic)h = (. . . , h−1, h0, h1, h2, . . .) ag = (. . . , g−1, g0, g1, g2, . . .).

Tedy funkce φ aψ se obě dajı́ vyjádřit jako lineárnı́ kombinace posunutı́ dvakrát „smrštěné“

měřı́tkové funkce φ(2t).
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Obr. 4.3: Ukázka MR-analýzy úseku hudebnı́ho signálu provedené s waveletem Daubechies řádu 2. V grafech v levém sloupci jsou detailnı́ a

aproximačnı́ koeficienty jednotlivých úrovnı́, v prostřednı́m sloupci jsou přı́spěvky jednotlivých podprostorů, od zdola nahoru V5,W5, . . . ,W1,

v pravém sloupci jim přı́slušné částečné součty. Vpravo nahoře je výchozı́ signál.
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Pro každý wavelet jsou vektory h a g pochopitelně jiné.

4.2.1 Wavelety s nulovými momenty v MR-analýze

Důležitý koncept představujı́ tzv. nulové momenty. V této sekci dále pracujeme pouze

s wavelety, které majı́ kompaktnı́ nosič. Řı́káme, že wavelet ψ má u nulových momentů,

jestliže ∫ ∞

−∞
ψ(t) ti dt = 0 pro i = 0, 1, . . . , u− 1. (4.18)

Každý přı́pustný wavelet má alespoň jeden nulový moment, jak plyne z podmı́nky (4.4).

Nulové momenty lze interpretovat takto: má-li wavelet ψ u nulových momentů, pak

všechny polynomy až do řádu u − 1 lze vyjádřit jako lineárnı́ kombinace celočı́selných

posunutı́ měřı́tkové funkce φ(t − l), l ∈ Z. To tedy znamená, že pokud podrobı́me MR-

analýze (viz oddı́l 4.2) polynom p(t) řádu nejvýše u − 1, všechny detailnı́ waveletové

koeficienty

cj,k =

∫ ∞

−∞
ψj,k(t) p(t) dt (4.19)

budou nulové pro j ≥ 0.6 To je pro naše dalšı́ úvahy velmi důležité, nebot’ pokud by se

v signálu hladkého charakteru vyskytla „singularita“, odrazila by se tato skutečnost v MR-

analýze tı́m, že pouze v mı́stě přı́slušném této singularitě by koeficienty cj,k pro určitá

j byly významně nenulové. Tento princip je velice dobře vidět v obrázku 4.3 v grafech

přı́slušných třetı́ a čtvrté úrovni dekompozice.

4.3 Konečná diskrétnı́ waveletová transformace

V praktických úlohách ovšem nejčastěji pracujeme s diskrétnı́mi signály konečné délky.

Pro tento typ signálů je možno z integrálnı́ waveletové transformace odvodit jejı́ verzi pro

diskrétnı́ signály, obdobně, jako je tomu obvyklé např. u Fourierovy transformace. Tuto

transformaci nazýváme konečnou diskrétnı́ waveletovou transformacı́ a značı́me zkratkou

DTWT. DTWT můžeme vyjádřit pomocı́ ortogonálnı́7 maticeW řádu n × n [48, kap. 4].

6Bylo by formálně nesprávné zapsat cj,k = 〈p, ψj,k〉, nebot’p 6∈ L2(R).
7matice W může být v přı́padě volby určitých typů okrajových podmı́nek [39, kap. 8] při waveletové

transformaci od ortogonality „nepatrně“ odchýlena
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Tato matice obsahuje speciálně uspořádané prvky z vektorů h a g. Je-li y = (y1, . . . , yn)
⊤

vektor délky n, pak jeho konečnou diskrétnı́ waveletovou transformacı́ je vektor d =

(d1, . . . , dn)
⊤, zı́skaný jako součin

d =Wy. (4.20)

Inverznı́ waveletovou transformaci je možno dı́ky ortogonalitěW vyjádřit jako

y =W−1d =W⊤d. (4.21)

Z předchozı́ho popisu vyplývá důležitá vlastnost waveletové transformace – jejı́ linea-

rita.

4.3.1 Souvislost DTWT s lineárnı́ filtracı́ signálu a Mallatův pyrami-

dový algoritmus

Při prováděnı́ konečné diskrétnı́ waveletové transformace lze násobenı́ vektoru y ortogo-

nálnı́ maticı́W nahradit pyramidovým algoritmem, který pocházı́ od S. Mallata [27, 28].

Mallat využil pevně daného řádu ve struktuře maticeW a dı́ky tomu vyvinul následujı́cı́

rekurzivnı́ algoritmus:8

Vstupnı́ vektor y filtrujeme filtrem typu dolnı́ propust h, resp. filtrem typu hornı́ pro-

pust g. Tyto filtry jsou speciálnı́, tzv. kvadraturnı́ zrcadlové filtry, viz [39], a jak již bylo

naznačeno, jejich souvislost s měřı́tkovou funkcı́ φ, resp. s přı́slušným waveletem ψ je

dána rovnicemi (4.16) a (4.17). Výsledné posloupnosti decimujeme, tj. vypustı́me z nich

každý druhý vzorek. Tı́m zı́skáme nové posloupnosti (přibližně dvakrát kratšı́ než vstupnı́

signál). Koeficienty takto zı́skané pomocı́ g nazýváme detailnı́mi waveletovými koefici-

enty a koeficienty zı́skané pomocı́ h nazýváme aproximačnı́mi waveletovými koeficienty

vstupnı́ho signálu. Tento jeden krok waveletové dekompozice je znázorněn na obrázku 4.4.

Detailnı́ koeficienty uchováme a právě popsaný způsob můžeme opakovat s tı́m, že mı́sto

originálnı́ho signálu y podrobı́me filtraci a decimaci vektor aproximačnı́ch koeficientů.

Počet takto provedených filtracı́ je volitelný a nazýváme jej hloubkou dekompozice.

Má-li vstupnı́ signál délku s, maximálnı́ hloubka dekompozice dmax je omezena vztahem

8někdy se Mallatovu algoritmu řı́ká rychlá waveletová transformace (FWT, Fast Wavelet Transform), jako

analogie k algoritmu FFT
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a(j)

a(j+1) d(j+1)

h, ↓ 2 g, ↓ 2

Obr. 4.4: Jeden krok waveletové dekompozice. Aproximačnı́ koeficienty j-té úrovně (vektor

a(j)) jsou pomocı́ filtrů h, resp. g a decimace (ozn. ↓ 2) rozloženy na aproximačnı́, resp. detailnı́

koeficienty úrovně j + 1.

dmax ≤ log2 s [28].

Obr. 4.5 ilustruje Mallatův algoritmus DTWT pro hloubku dekompozice d = 3. Pro

danou hloubku dekompozice d je waveletovou transformacı́ signálu y soubor koeficientů

uložených ve vektorech a(d),d(d),d(d−1), . . . ,d(1).

Podobně při inverznı́ transformaci nenı́ třeba násobit vektor waveletových koeficientů

maticı́ W⊤. Algoritmus rekonstrukce je podobný algoritmu dekompozice: Do posloup-

nostı́ aproximačnı́ch, resp. detailnı́ch koeficientů vkládáme nuly, tj. provádı́me interpolaci

(nadvzorkovánı́), a následně filtrujeme filtry h̃, resp. g̃ inverznı́mi k h, resp. g. Výsledky

sečteme, vysekneme jen potřebnou prostřednı́ část a tı́m zı́skáme aproximačnı́ koefici-

enty přı́slušné k úrovni o jedna nižšı́. Tento postup provádı́me rekurzivně tolikrát, kolik je

hloubka dekompozice, až zı́skáme výchozı́ signál v časové doméně. Jeden krok Mallatova

pyramidového algoritmu waveletové rekonstrukce ilustruje obrázek 4.6.

Použitı́ tohoto algoritmu znamená velké snı́ženı́ výpočetnı́ náročnosti waveletové trans-

formace, nebot’násobenı́ signálu maticı́ podle vztahu (4.20), resp. (4.21) má složitost kva-

dratickou, a dále je naprosto nevhodné z hlediska pamět’ové náročnosti při výpočtu.

Detailnı́ popis jednotlivých kroků Mallatova algoritmu a navazujı́cı́ rozbor je uveden

v části 8.2, str. 65, jako potřebný úvod do metody segmentované waveletové transformace.
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a(0) = y

a(1)
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d(2)

d(3)

h, ↓ 2

h, ↓ 2

h, ↓ 2

g, ↓ 2

g, ↓ 2

g, ↓ 2

Obr. 4.5: Mallatův pyramidový algoritmus waveletové dekompozice o hloubce 3 signálu y.

Vstupnı́ signál je rekurzivnı́ aplikacı́ filtrů g,h rozložen na aproximačnı́ a detailnı́ waveletové

koeficienty. Po straně je označena hloubka dekompozice.

a(j)

a(j+1) d(j+1)

↑ 2, h̃ ↑ 2, g̃

vyseknutı́

Obr. 4.6: Jeden krok waveletové rekonstrukce. Aproximačnı́ koeficienty j-té úrovně (vektor

a(j)) jsou vypočı́tány z koeficientů úrovně o jedna vyššı́ (a(j+1), d(j+1)) pomocı́ nadvzorkovánı́,

filtrů h̃, resp. g̃, a vyseknutı́ užitečné části.
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4.3.2 Kmitočtová charakteristika waveletových filtrů

Rozdı́lným waveletům přı́slušı́ rozdı́lné vektory h, g. Waveletům s neohraničeným no-

sičem přı́slušı́ vektory s nekonečným počtem koeficientů a tedy odpovı́dajı́ IIR filtrům.

Waveletům s kompaktnı́m nosičem, např. waveletům třı́dy Daubechies, odpovı́dajı́ vektory

s konečným počtem prvků, tedy FIR filtry. Na koeficientech filtrů h, resp. g záležı́ kmi-

točtová charakteristika dolnı́, resp. hornı́ propusti. Idealizované kmitočtové charakteristiky

filtrů při dekompozici výchozı́ho signálu do jednotlivých pásem ukazuje obr. 4.7.

Filtry použité ve waveletové transformaci se někdy označujı́ jako „oktávové“ filtry.

Název vycházı́ z principu pyramidového algoritmu, kdy kmitočtové pásmo signálu se

rozpůlı́, tj. hornı́ oktáva9 se oddělı́ od zbytku kmitočtů, a poté se stejná akce opakuje na

dolnı́ polovině kmitočtů. Při rekurzivnı́m opakovánı́ algoritmu tı́mto způsobem dostaneme

signál rozdělený do oktáv.

Žádné reálné filtry samozřejmě této ideálnı́ charakteristiky nedosahujı́. Na obrázku 4.8

je vyobrazeno srovnánı́ amplitudové kmitočtové charakteristiky filtrů Daubechies řádu 2

(2·2 = 4 koeficienty) a řádu 12 (12·2 = 24 koeficientů). Vidı́me, že čı́m vyššı́ řád filtru a

tı́m vı́ce koeficientů, tı́m strmějšı́ je kmitočtová charakteristika a tı́m lépe jsou od sebe obě

pásma oddělena.

Praktický projev rozdı́lných vlastnostı́ různých waveletů lze pozorovat srovnánı́m ob-

rázků 4.3 a 4.9. Na obou je uvedena MR-analýza stejného signálu, prvnı́ provedená s wa-

veletem Daubechies 2 a druhá s waveletem Daubechies 12. Je patrné, že v druhém přı́padě

docházı́ k lepšı́ kmitočtové separaci (tzn. menšı́ průsaky do ostatnı́ch pásem) v jednotlivých

úrovnı́ch.

4.3.3 Waveletové filtry a aliasing

Žádný kmitočtový filtr nemá ideálnı́ charakteristiku tak jako na obr. 4.7. Pouze v přı́padě

ideálnı́ho filtru se decimace v každém kroku transformace neprojevı́ vznikem aliasingu. Je

tedy jasné, že použitı́m každého reálného filtru k aliasingu dojde, a to tı́m menšı́ měrou,

čı́m strmějšı́ je amplitudová kmitočtová charakteristika filtru. Jako přı́klad uved’me opět

charakteristiku filtrů Daubechies 2 a Daubechies 12, tentokrát na obrázcı́ch 5.4 (a),(b).

9koresponduje s názvoslovı́m hudebnı́ akustiky
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Obr. 4.7: Idealizované amplitudové kmitočtové charakteristiky filtrůh ag při jejich rekurzivnı́

aplikaci v dekompozičnı́m pyramidovém algoritmu. Decimace v každé úrovni dekompozice

způsobuje „smrštěnı́ “ kmitočtové osy na polovinu. Kmitočtová charakteristika a) odpovı́dá

waveletovým koeficientům vektoru d(1), dále b) odpovı́dá a(1), c) odpovı́dá d(2), d) odpo-

vı́dá d(3).
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Waveletové filtry, které patřı́ do skupiny kvadraturnı́ch zrcadlových filtrů, jsou však

navrženy tak, že aliasing, který vznikne při dekompozici v obou větvı́ch transformace, se

při rekonstrukci vyrušı́ [44]. Řı́káme, že jde o tzv. banky filtrů s perfektnı́ rekonstrukcı́.
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5 Waveletové pakety (wavelet packets)

a výběr nejlepšı́ báze

Waveletové pakety můžeme chápat jako zobecněnı́ klasického pojetı́ waveletové trans-

formace, která byla popsána výše. Pomocı́ obvyklých waveletů je vygenerována množina

nových funkcı́, ve které však již nejsou všechny jejı́ prvky (funkce) lineárně nezávislé, a

tudı́ž z hlediska jednoznačné reprezentace prvků vektorového prostoru L2(R) je tato mno-

žina redundantnı́. Z tohoto systému lze však vhodným algoritmem vybrat tzv. nejlepšı́ bázi,

která v závislosti na zvoleném kritériu výběru nejlépe vystihuje chovánı́ signálu.

Mezi nejvýznamnějšı́ aplikace waveletových paketů můžeme zařadit [20] algoritmus

komprese otisků prstů, který vyvinul M. Wickerhauser pro FBI, možnost restaurace např.

poškozených hudebnı́ch nahrávek, nebo zlepšenı́ kvality separace šumu a signálů, kterým

se v této práci zabýváme.

5.1 Waveletové pakety jako integrálnı́ transformace

Popišme nynı́ stručně konstrukci waveletového paketu. Předpokládejme, že existuje MR-

analýza v L2(R), tedy máme funkce φ aψ, pro které platı́ rovnice (4.16) a (4.17). Definujme

nynı́ pomocı́ vektorů h a g posloupnost funkcı́ rekurzivně takto:

W2n(t) =
√
2

∞∑

k=−∞
hkWn(2t− k), (5.1)

W2n+1(t) =
√
2

∞∑

k=−∞
gkWn(2t− k), n = 0, 1, 2 . . . , (5.2)

přičemž W0 = φ a W1 = ψ. Všimněme si v prvé řadě, že rovnice (4.16), (4.17) tak zůstaly

v platnosti.

Na obrázku 5.1 jsou zobrazeny funkce W0, . . . ,W5 vygenerované z waveletu Dau-

bechies 2.

Poznámka: Nosič všech funkcı́ Wn je obsažen v nosiči měřı́tkové funkce φ = W0.

Napřı́klad u waveletů Daubechies třı́dy N je to interval [0, 2N − 1] (viz obr. 5.1).
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Obr. 5.1: Průběh funkcı́ W0, . . . ,W5 pro wavelet Daubechies 2.
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Waveletový paket je množina všech funkcı́

Wj,n,k(t) = 2
−j/2Wn(2

−jt− k), (j, n, k) ∈ Z × N × Z. (5.3)

Z každého paketu lze vybrat ortonormálnı́ bázi prostoru L2(R), a tı́m se zřejmě zbavit

redundantnı́ informace. Označı́me-li bázi {Wj,n,k}j∈J,n∈N,k∈K pro vhodné množiny indexů

J,N,K, pak (integrálnı́) diskrétnı́ transformaci funkce f ve smyslu waveletových paketů

můžeme psát

WPf(j, n, k) =

∫ ∞

−∞
f(t)Wj,n,k(t) dt pro j ∈ J, n ∈ N, k ∈ K. (5.4)

Poznámka: Lze ukázat, že např. systém {W0,n,k}n∈N,k∈Z je ortonormálnı́ bázı́ L2(R).

Důkaz viz [48, str. 137].

5.2 Waveletové pakety

jako konečná diskrétnı́ transformace

Bylo již ukázáno výše, že při práci s diskrétnı́m signálem odpovı́dá jeden krok waveletové

transformace filtraci hornı́ a dolnı́ propustı́ a decimaci (viz obrázky 4.4, 4.5). V dalšı́m

kroku transformace se stejné filtraci podrobı́ tzv. aproximačnı́ koeficienty. To odpovı́dá

tomu, že v každém následujı́cı́m kroku pracujeme pouze s dolnı́ polovinou kmitočtového

pásma oproti předchozı́mu kroku.

Transformace typu wavelet packets se od klasické waveletové transformace lišı́ tı́m, že

rekurzivnı́ filtraci nepodrobujeme pouze aproximačnı́ koeficienty, nýbrž filtrujeme i detailnı́

koeficienty předchozı́ úrovně. Tı́m prudce narůstá počet nových možných reprezentacı́

původnı́ho signálu ve waveletové oblasti.

Zvolı́me-li maximálnı́ hloubku dekompozice d, pak každý z možných rozkladů signálu

je jednoznačně reprezentován jednı́m binárnı́m podstromem tzv. úplného binárnı́ho stromu

hloubky d. Tento strom nazýváme waveletovým paketem. Každému uzlu tohoto úplného

stromu přı́slušı́ jeden vektor waveletových koeficientů.1 Úplný binárnı́ strom hloubky dmá

1které můžeme i nadále považovat za detailnı́, resp. aproximačnı́, v závislosti na tom, zda na cestě do

přı́slušného uzlu byla poslednı́ v řadě filtracı́ hornı́ propust g, resp. dolnı́ propust h
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2d+1 − 1 uzlů, které budeme značit c(0), c(1), . . . , c(2
d+1−2). Signál je napřı́klad možné vždy

rekonstruovat z koeficientů obsažených v listech úplného binárnı́ho stromu.

Waveletový paket pro hloubku dekompozice d = 3 je vidět na obr. 5.2.

Je zřejmé, že konečná diskrétnı́ waveletová transformace je speciálnı́m přı́padem trans-

formace paketového typu, nebot’waveletový strom je podstromem waveletového paketu.

Také paketovou transformaci lze vyjádřit pomocı́ ortogonálnı́ nebo téměř ortogonálnı́ ma-

tice, jak plyne z jejı́ konstrukce [48, kap. 4].

5.3 Hledánı́ nejlepšı́ báze pro diskrétnı́ signály

Podstromů úplného binárnı́ho stromu je však mnoho, proto vyvstává otázka, který z nich

je „nejlepšı́m“ reprezentantem signálu ve waveletové oblasti. Přirozeně se nabı́zı́ mož-

nost každý podstrom ohodnotit (ocenit) podle nějakého kritéria a vybrat ten s nejlepšı́m

ohodnocenı́m.

V praxi se použı́vajı́ zejména následujı́cı́ kritéria [48, kap. 5], která minimalizujeme.

Vektor y = (y1, . . . , yn)
⊤ obsahuje waveletové koeficienty vstupnı́ho signálu v pevné bázi,

zvolené z waveletového paketu.

• Shannonova entropie

C(y) = −
n∑

i=1

|yi|2

‖y‖2
log

|yi|2

‖y‖2
(5.5)

nebo jejı́ pro výpočet vhodnějšı́ ekvivalent z hlediska minimalizace

C̃(y) = −
n∑

i=1

|yi|2 log |yi|2 . (5.6)

• Ohodnocenı́ pomocı́ prahu – pro zvolenou hodnotu prahu λ > 0 je ohodnocenı́

C(y) rovno počtu prvků y, pro které platı́ |yi| ≥ λ.

• SURE2 ohodnocenı́

C(y) = σ2

n− 2 ·

∑

i∈{j||yj |>σλ}
1 +

n∑

i=1

min

{
y2i
σ2
, λ2
}
 , (5.7)

2Stein Unbiased Risk Estimator, viz [16]
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Obr. 5.2: Rozklad signálu y do úplného binárnı́ho stromu (waveletového paketu) hloubky d = 3. Vektory c(1), . . . , c(14) obsahujı́ waveletové

koeficienty. Po straně je označena hloubka dekompozice.
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kde σ2 je rozptyl aditivnı́ho šumu s normálnı́m rozloženı́m. Toto ohodnocenı́ je

vhodné pro účely redukce šumu. Donoho a Johnstone [18] nalezli v jistém smyslu

optimálnı́ volbu prahu pro toto ohodnocenı́, λ =
√
2 ln(n log2 n).

Nalézt nejvhodnějšı́ binárnı́ podstrom pro daný signál a dané ohodnocenı́ obecně zna-

mená ohodnotit všechny podstromy, které tvořı́ bázi, tzn. pro každý z nich vypočı́tat veličinu

C(y), a pak vybrat podstrom s minimálnı́m ohodnocenı́m. V přı́padě, že kritérium má navı́c

vlastnost aditivity, lze použı́t rychlý algoritmus hledánı́ nejlepšı́ báze (Best Basis Algorithm,

[10, 18]). Výše uvedená ohodnocenı́ vlastnost aditivity majı́.

Na obrázku 5.3 je uvedeno srovnánı́ klasické waveletové transformace a transformace

nejlepšı́ bázı́, ze kterého je zřejmá vyššı́ účinnost vystiženı́ signálu druhým způsobem.

Akustický signál o délce 512 vzorků byl rozložen těmito dvěma způsoby do hloubky 6

pomocı́ waveletu Daubechies 5. V obou přı́padech bylo pro aproximaci použito pouze

10 % koeficientů s nejvyššı́ energiı́. V přı́padě waveletové transformace (WT, nahoře)

bylo těmito koeficienty vyjádřeno 87 % energie originálnı́ho signálu, v přı́padě nejlepšı́

paketové báze (WP, uprostřed) téměř 94 % energie. Dolnı́ graf ukazuje, jak v obou přı́padech

závisı́ procento zachované energie na procentu zachovaných koeficientů. Je zřejmé, že

transformace paketového typu koncentruje většinu energie signálu do ještě menšı́ho počtu

koeficientů než obvyklá transformace. V tomto přı́kladu bylo použito ohodnocenı́ binárnı́ho

stromu pomocı́ prahu, hloubka waveletového stromu d = 6, nejlepšı́ báze vybraná z paketu

má hloubku pouze 4. Pro doplněnı́, 10 % vzorků originálnı́ho signálu s nejvyššı́ energiı́

obsahuje necelých 72 % energie celého signálu.

5.4 Kmitočtové vlastnosti waveletových paketů

V transformaci „wavelet packet“ použı́váme stejné waveletové filtry jako u „obyčejné“ wa-

veletové transformace, popsané v kapitole 4. Rozdı́l je v tom, že v transformaci paketového

typu máme na výběr z množstvı́ binárnı́ch podstromů, z nichž pouze jediný reprezentuje

waveletovou transformaci v obvyklém smyslu. Každý bázový binárnı́ strom zřejmě repre-

zentuje jedno dělenı́ osy kmitočtů, přičemž nejmenšı́ délka jednotlivých dělicı́ch intervalů

je π/2d rad. Již nemusı́me spektrum dělit po oktávách, ale je možné dělit libovolnou část
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Obr. 5.3: Srovnánı́ účinnosti vyjádřenı́ signálu pomocı́ waveletové transformace (WT) a nej-

lepšı́ báze z waveletového paketu (WP). V obou přı́padech bylo využito pouze 10 % koeficientů

s nejvyššı́ energiı́.
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kmitočtového spektra.

Na obrázku 5.4 jsou vidět amplitudové kmitočtové charakteristiky čtyř uzlů z wavele-

tového paketu o hloubce d = 3 (tento paket je na obrázku 5.2).

U waveletových paketů se objevuje artefakt, se kterým se u klasické waveletové trans-

formace nesetkáme, a který je vhodné krátce zmı́nit. Vlivem decimace v každém kroku

transformace dojde zejména k převrácenı́ orientace kmitočtového obsahu signálu po prů-

chodu větvı́ hornı́ propusti. To má za následek, že hned v následujı́cı́m kroku větev dolnı́

propusti ponechává hornı́ polovinu spektra a větev hornı́ propusti naopak ponechává dolnı́

polovinu spektra. To vede v důsledku k vlastnosti, že uzel s čı́slem o jedna vyššı́m nemusı́

nutně reprezentovat přilehlý úsek kmitočtové osy. Tomuto uspořádánı́ uzlů, které je použito

na obrázku 5.2, řı́káme přirozené. Jiný typ čı́slovánı́, kdy následujı́cı́ uzel ve stejné úrovni

dekompozice vždy odpovı́dá následujı́cı́mu úseku na ose kmitočtů, se nazývá kmitočtové.

Oba typy čı́slovánı́ je možné mezi sebou jednoznačně převádět. Pro účely této práce však

rozdı́lné značenı́ waveletových paketů nenı́ důležité. Pro podrobný výklad problematiky

odkazujeme na [33, kap. 6].

Pro paketový typ transformace zůstává v platnosti vše, co bylo řečeno o aliasingu

v části 4.3.3.

37



0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1

0

0.2

0.4

0.6

0.8

1

−→ ω

ideálnı́ filtr
Daubechies 2
Daubechies 12

A
(7
) (
ω
)

0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1

0

0.2

0.4

0.6

0.8

1

−→ ω−→ ω
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Obr. 5.4: Grafy amplitudových kmitočtových odezev vybraných uzlů waveletového pa-

ketu při dekompozici. Obrázek (a) ukazuje amplitudovou odezvu uzlu c(7), (b) uzlu c(8),

(c) uzlu c(10), (d) uzlu c(9). Přı́slušné amplitudové charakteristiky (srv. obr. 4.7) jsou

A(7)(ω) =
∣∣H(e4iω) ·H(e2iω) ·H(eiω)

∣∣, A(8)(ω) =
∣∣G(e4iω) ·H(e2iω) ·H(eiω)

∣∣, A(10)(ω) =
∣∣H(e4iω) ·G(e2iω) ·H(eiω)

∣∣, A(9)(ω) =
∣∣G(e4iω) ·G(e2iω) ·H(eiω)

∣∣. Všimněme si, že uzel c(7)

odpovı́dá uzlu a(3) a podobně uzel c(8) odpovı́dá uzlu d(3) ve stromu waveletové transformace.

Zbylé dva uzly, c(10) a c(9) již v klasické waveletové transformaci nejsou obsaženy. V části

5.4 je vysvětleno, proč uzel s čı́slem 10 odpovı́dá oproti očekávánı́ nižšı́m kmitočtům než uzel

s čı́slem 9.
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6 Waveletové potlačovánı́ šumu

Tato kapitola tvořı́ těžiště dizertačnı́ práce. Nejprve je v části 6.1 detailně rozebrán princip,

na němž stavı́ waveletové metody potlačovánı́ šumu. Nejpoužı́vanějšı́m typem modifikace

waveletového spektra za tı́mto účelem je tzv. prahovánı́. Typy prahovacı́ch pravidel jsou

uvedeny dále v části 6.2. Část 6.3 pak navazuje statistickou analýzou těchto pravidel a

jejich kvalitativnı́m srovnánı́m.

6.1 Princip waveletových metod potlačovánı́ šumu

Nežádoucı́ šum v signálu má obvykle aditivnı́ charakter a proto je vhodné uvažovat model

X = f + ε, (6.1)

kde X = (X1, . . . , Xn)
⊤ je náhodný vektor (konečný diskrétnı́ náhodný signál), f =

(f1, . . . , fn)
⊤ = (f(t1), . . . , f(tn))

⊤ pro nějakou funkci f a ekvidistantně vzdálené body

t1, . . . , tn (deterministický, analytický signál), a ε = (ε1, . . . , εn)
⊤ je náhodný vektor s n-

rozměrným normálnı́m rozloženı́m, ε ∼ Nn(0, σ
2In).

Waveletovou transformacı́ vyjádřenou pomocı́ maticeW přejde vztah (6.1) s využitı́m

linearity v

Y = b+ ν, (6.2)

kdeY =WX ,b =Wf , ν =Wε. Dı́ky ortogonalitě transformace platı́ ν∼Nn(0, σ
2In),

tedy rozloženı́ pravděpodobnosti šumu zůstalo stejné [3]. Označme pozorovánı́ náhod-

ných vektorů X , ε,Y ,ν, pořadě symboly x, e,y,v. Vektory y = (y1, . . . , yn)
⊤,b =

(b1, . . . , bn)
⊤,v = (v1, . . . , vn)

⊤ tedy představujı́ waveletové koeficienty přı́slušné vekto-

rům x, f , e.

Cı́lem waveletového potlačovánı́ šumu je nalézt vhodný modifikačnı́ předpis δ(·) tak,

aby odhad b̂i = δ(yi) ≈ bi byl v nějakém smyslu dobrým odhadem bi. Koeficienty bi totiž

jsou waveletové koeficienty přı́slušı́cı́ signálu nezatı́ženého šumem. Po úpravě waveleto-

vých koeficientů navrátı́me pomocı́ maticeW⊤ signál do výchozı́ domény. Tı́m zı́skáme
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Obr. 6.1: Princip prahovánı́. Hodnoty pod prahovou úrovnı́ (červená barva) jsou vynulovány

a zbylé (modrá barva) se dále zpracovávajı́.

signál s potlačenou šumovou složkou. Tuto v principu jednoduchou metodologii nazvali

jejı́ autoři Donoho a Johnstone [17] WaveShrink.

Popsaný přı́stup je analogiı́ klasické fourierovské filtrace, kde podobně upravujeme

Fourierovy koeficienty signálu. Avšak u waveletové analýzy je přı́spěvek každého koefi-

cientu pouze lokálnı́ (nebot’ wavelet je tlumený směrem k ±∞, přı́padně má dokonce

kompaktnı́ nosič), takže waveletová reprezentace dovoluje tı́mto způsobem konstruovat

lokálně adaptivnı́ filtry, což je vynikajı́cı́ rys ve srovnánı́ se zmı́něnými fourierovskými

filtry, kde efekt každého koeficientu je obecně globálnı́ [45].

Byla vyvinuta řada technik, jak konstruovat odhady b̂i = δ(yi). Mezi nejpoužı́vanějšı́

metody patřı́ tzv. wavelet shrinkage [48, kap. 6]. Speciálnı́m typem těchto technik jsou tzv.

prahovacı́ techniky. Jejich princip je následujı́cı́: hodnoty yi, které jsou v absolutnı́ hodnotě

menšı́ než zvolený práh λ > 0, jsou vynulovány a ostatnı́ jsou bud’ponechány nebo ještě

dále upraveny. Z toho je zřejmé, že prahovánı́ je nelineárnı́ operacı́ na datech. Prahovánı́

lze formálně pojmout jako testovánı́ hypotézy, že jednotlivý waveletový koeficient repre-

zentuje deterministický signál oproti alternativě, že reprezentuje aditivnı́ šum [48]. Princip
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prahovánı́ je znázorněn na obr. 6.1.

Waveletová transformace má tu vynikajı́cı́ vlastnost, že koncentruje podstatnou část

energie obsažené ve vektoru f do pouze malého počtu waveletových koeficientů bi (viz

obr. 5.3 dole). Tento fakt spolu s vlastnostı́ ν ∼ Nn(0, σ
2In) implikuje a vysvětluje princip

waveletového potlačovánı́ šumu. Při vhodně zvolené hodnotě prahu λ se totiž prahovánı́

(vynulovánı́) nedotkne koeficientů yi, které reprezentujı́ předevšı́m deterministický signál,

ale naopak zasáhne „malé“ koeficienty yi reprezentujı́cı́ aditivnı́ šum.

Prahovánı́ podrobujeme pouze detailnı́ koeficienty, nebot’aproximačnı́ koeficienty vy-

jadřujı́ trend v signálu, a ten nenı́ vhodné prahovánı́m modifikovat. Jednotlivé úrovně

detailnı́ch koeficientů lze navı́c prahovat s navzájem různými hodnotami prahu.

Podle způsobu úprav koeficientů yi rozlišujeme různé druhy prahovánı́ (viz nı́že).

Poznámka: Pro transformaci paketového typu platı́ vše, co bylo uvedeno výše v tomto

oddı́lu, nebot’ tato transformace je rovněž reprezentována ortogonálnı́ maticı́ W. Důvod

pro možné použitı́ waveletového paketu, přesněji jeho nejlepšı́ báze, je ten, že může dojı́t

k ještě většı́ koncentraci energie celého signálu do několika málo waveletových koeficientů

než u klasické waveletové transformace (viz přı́klad na obr. 5.3). Tak může dojı́t ještě ke

zvýšenı́ účinnosti separace signálu a šumu. Praktické výsledky viz kapitolu 7.

6.2 Typy prahovacı́ch pravidel

V této části je vysvětleno, jakým způsobem jednotlivá prahovacı́ pravidla zacházejı́ s wa-

veletovými koeficienty:

1. Tvrdé prahovánı́

Všechny waveletové koeficienty yi pod prahovou hodnotou λ > 0 jsou vynulovány

a ostatnı́ jsou ponechány beze změny: b̂i = δh(yi, λ), kde

δh(x, λ) =




0 pro |x| ≤ λ

x pro |x| > λ.

Viz obrázek 6.2(a).

2. Měkké prahovánı́

Waveletové koeficienty yi pod prahovou hodnotou λ jsou vynulovány a velikost
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ostatnı́ch se o tuto prahovou hodnotu snı́žı́: b̂i = δs(yi, λ), kde

δs(x, λ) = sgn(x)max{0, |x| − λ}.

Viz obrázek 6.2(b).

3. Poloměkké prahovánı́

Toto pravidlo závisı́ na dvou parametrech 0 < λ1 < λ2; b̂i = δss(yi, λ1, λ2), kde

δss(x, λ1, λ2) =





0 pro |x| ≤ λ1

sgn(x)λ2(|x|−λ1)
λ2−λ1

pro λ1 < |x| ≤ λ2.

x pro |x| > λ2.

Viz obrázek 6.2(c).

Toto pravidlo je zobecněnı́m bodů 1. a 2.; skutečně, nebot’ pro λ2 → ∞ přecházı́

δss(x, λ1, λ2) v δs(x, λ1) a pro λ2 → λ1 přecházı́ δss(x, λ1, λ2) v δh(x, λ1) (v bodovém

smyslu pro x).

4. Nezáporná garota1 (Non-negative garrotte)

b̂i = δ
nng(yi, λ), kde

δnng(x, λ) =




0 pro |x| ≤ λ

x− λ2

x
pro |x| > λ.

Viz obrázek 6.2(d).

5. Hyperbolické prahovánı́

Hyperbolické prahovacı́ pravidlo lze odvodit měkkým prahovánı́m energie wavele-

tových koeficientů y2i . Pokud yi ≥ λ (tj. y2i ≥ λ2), odečteme od y2i prahovou energii

λ2. Formálně tedy b̂i = δhy(yi, λ), kde

δhy(x, λ) =




0 pro |x| < λ

sgn(x)
√
x2 − λ2 pro |x| ≥ λ.

Viz obrázek 6.2(e).

Kromě uvedených metod prahovánı́ je možné použı́t i dalšı́ sofistikované metody za-

ložené na bayesovském statistickém přı́stupu. Této problematice je věnována kapitola 8

v [48], dále např. [49].

1garota – železné škrtidlo
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Obr. 6.2: Grafy prahovacı́ch pravidel. Pro všechna prahovacı́ pravidla zvoleno λ = 1, kromě

poloměkkého prahovánı́, kde λ1 = 1 a λ2 = 2.
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6.3 Statistická analýza prahovacı́ch pravidel

Matematická statistika nabı́zı́ pro naše účely dva způsoby, jak posuzovat vlastnosti odhadů.

Prvnı́m z nich je tzv. statistická analýza rizikové funkce (Exact Risk Analysis) a druhým

je tzv. „minimax“ přı́stup. Tento text se věnuje prvnı́mu přı́stupu, který je pro naše účely

názornějšı́.

Poznámka: Připomeňme na tomto mı́stě, že hodnota prahovacı́ho pravidla δ je pozorovánı́

(transformované) náhodné veličiny.

Vyjdeme z modelu (6.2) a uvažujme jedinou náhodnou veličinu Yi, kterou pro jed-

noduchost budeme dále značit pouze Y . Bez újmy na obecnosti (viz tvrzenı́ 6.7) nadále

předpokládejme jednotkový rozptyl σ2 = 1, tedy Y ∼ N(bi, 1). Pokud kontext nebude

vyžadovat jinak, nebudeme rovněž dále psát δ(Y, λ), nýbrž pouze δ(Y ).

Posoudı́me prahovacı́ pravidla δh, δs, δss, δnng, δhy z hlediska:

1. střednı́ hodnoty Mλ(b) = E[δ(Y )],

2. rozptylu Vλ(b) = var [δ(Y )] = E[δ(Y )−Mλ(b)]
2,

3. rizika2 Rλ(b) = E[δ(Y )− b]2.

pro pevně zvolenou hodnotu prahu λ > 0. Pro nás nejdůležitějšı́ informaci přitom obsahuje

hodnota rizika, nebot’ udává odchylku od „správné“ hodnoty b, nikoliv od jejı́ střednı́

hodnotyMλ(b).

Tvrzenı́ 6.1: Riziko lze rozložit pomocı́ výchylky3 a rozptylu takto:

Rλ(b) = Vλ(b) + [Mλ(b)− b]2. (6.3)

Důkaz tvrzenı́ je uveden v přı́loze A.

Označme nynı́ přı́slušnost výše uvedených statistik k prahovacı́m pravidlům hornı́m

indexem, tj. např. rozptyl měkkého prahovánı́ bude označen Vsλ(b).

Tvrzenı́ 6.2: [6, 23, 24] Pro náhodnou veličinu Y ∼ N(b, 1) platı́:

2někdy též L2-risk, L2-riziková funkce
3výchylku (bias) definujeme jako [Mλ(b)− b]
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Tvrdé prahovánı́:

Mhλ(b) = b+ b[1− Φ(λ− b)− Φ(λ + b)] + ϕ(λ− b)− ϕ(λ+ b)

Vhλ(b) = (b2 + 1)[2− Φ(λ− b)− Φ(λ+ b)] +

+ (λ+ b)ϕ(λ− b) + (λ− b)ϕ(λ+ b)−Mhλ(b)2

Rhλ(b) = 1 + (b2 − 1)[Φ(λ− b)− Φ(−λ− b)] + (λ+ b)ϕ(λ+ b) + (λ− b)ϕ(λ− b)

Měkké prahovánı́:

Msλ(b) = Mhλ(b)− λ[Φ(λ + b)− Φ(λ− b)]

Vsλ(b) = Vhλ(b)− λ[v1(λ, b) + v1(λ,−b)]

Rsλ(b) = 1 + λ2 + (b2 − λ2 − 1)[Φ(λ− b)− Φ(−λ− b)]−

− (λ− b)ϕ(λ+ b)− (λ+ b)ϕ(λ− b)

Poloměkké prahovánı́:

Mssλ1,λ2(b) = Mhλ2(b) +
λ2

λ2 − λ1
{m1(λ1, λ2, b)−m1(λ1, λ2,−b)}

Vssλ1,λ2(b) = Vhλ2(b)−
λ2

λ2 − λ1
{v2(λ1, λ2, b) + v2(λ1, λ2,−b)}

Rssλ1,λ2(b) = b2[Φ(λ1 − b)− Φ(−λ1 − b)]− Φ(λ2 − b) + Φ(−λ2 − b) +

+ Ψ(λ1 − b, λ2 − b, r2, r1(b− λ2)) + Ψ(λ1 + b, λ2 + b, r2,−r1(b+ λ2)) +

+ (λ2 − b)ϕ(λ2 − b) + (λ2 + b)ϕ(λ2 + b) + 1

Nezáporná garota:

Mnngλ (b) = Mhλ(b)− λ2Aλ(b)

Vnngλ (b) = Vhλ(b) + λ
4[Bλ(b)−Aλ(b)

2] + 2λ2Aλ(b)M
h
λ(b)−

− 2λ2[1− Φ(λ− b) + Φ(−λ− b)]

Rnngλ (b) = Rhλ(b) + 2λ
2bAλ(b) + λ

4Bλ(b)− 2λ2[1− Φ(λ− b) + Φ(−λ− b)]

Hyperbolické prahovánı́:

Mhyλ (b) =

∫ ∞

λ

√
x2 − λ2 [ϕ(x− b)− ϕ(x+ b)] dx

Vhyλ (b) = (λ+ b)ϕ(λ− b) + (λ− b)ϕ(λ + b) +

+ (1 + b2 − λ2)[2− Φ(λ− b)− Φ(λ + b)]− [Mhyλ (b)]2
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Rhyλ (b) = (λ+ b)ϕ(λ− b) + (λ− b)ϕ(λ + b) +

+ (1 + b2 − λ2)[2− Φ(λ− b)− Φ(λ + b)]− 2bMhyλ (b) + b2,

kde

m1(λ1, λ2, b) = (b− λ1)[Φ(λ2 − b)− Φ(λ1 − b)]− ϕ(λ2 − b) + ϕ(λ1 − b),

m2(λ1, λ2, b) = [1 + (b− λ1)
2][Φ(λ2 − b)− Φ(λ1 − b)]−

− (λ2 − 2λ1 + b)ϕ(λ2 − b)− (λ1 − b)ϕ(λ1 − b),

v1(λ, b) = [1 + Φ(λ− b)− Φ(λ+ b)]{(2b− λ)[1− Φ(λ− b)] + 2ϕ(λ− b)},

v2(λ1, λ2, b) = m1(λ1, λ2, b)
{
2Mhλ2(b) + r2 [m1(λ1, λ2, b)−m1(λ1, λ2,−b)]

}

− r2m2(λ1, λ2, b),

Aλ(b) =

∫ ∞

λ

ϕ(x− b)− ϕ(x+ b)

x
dx,

Bλ(b) =

∫ ∞

λ

ϕ(x− b) + ϕ(x+ b)

x2
dx,

Ψ(a, b, c, d) = (c2 + d2)[Φ(b)− Φ(a)] + cϕ(a)(ac + 2d) + cϕ(b)(bc + 2d),

r1 =
λ1

λ2 − λ1
, r2 =

λ2
λ2 − λ1

.

Důkaz je uveden v přı́loze A, str. 93 a odvozenı́ vzorců pro hyperbolické prahovánı́ je

uvedeno zvlášt’v přı́loze B, str. 95.

Pomocı́ uvedených vzorců můžeme vyčı́slit hodnoty statistik v libovolném bodě b ∈
R. Ve vzorcı́ch pro nezápornou garotu vystupujı́ integrály Aλ, Bλ. Abychom se vyhnuli

vyčı́slenı́ přı́mo z tohoto tvaru standardnı́mi numerickými metodami, které jsou závislé na

zvolené integračnı́ sı́ti bodů a také na zvolené konečné hornı́ hranici namı́sto nekonečné,

převedeme tyto integrály na konvergentnı́ nekonečnou řadu s rekurzivnı́mi členy [23].

Výpočet hodnoty z tohoto tvaru již závisı́ pouze na zvolené přesnosti konvergence.

Obrázek 6.3 znázorňuje chovánı́ kvadrátu výchylky, rozptylu a rizika tvrdého a měkkého

prahovánı́ pro různé hodnoty b za předpokladu pevně zvoleného prahu λ. Obrázek 6.4

ukazuje prostorově hodnoty rizika pro tvrdé a měkké prahovánı́ pro různé hodnoty λ.
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Obr. 6.3: Srovnánı́ kvadrátu výchylky, rozptylu a rizika (od shora dolů) pro tvrdé a měkké

prahovánı́. Levý sloupec odpovı́dá tvrdému, zatı́mco pravý sloupec měkkému prahovánı́.

Vertikálnı́ linky naznačujı́ polohu prahu, pro tyto grafy bylo zvoleno λ = 3,33. Horizontálnı́

linky u grafů rizika jsou asymptoty. Riziko tvrdého prahovánı́ se asymptoticky blı́žı́ k 1,

zatı́mco riziko měkkého se blı́žı́ k 1 + λ2.
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Obr. 6.4: Prostorové znázorněnı́ rizika tvrdého (nahoře) a měkkého prahovánı́ (dole) pro

různé hodnoty b a λ.
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Obr. 6.5: Srovnánı́ kvadrátu výchylky, rozptylu (od shora dolů) a rizika pro nezápornou garotu

a hyperbolické prahovánı́. Levý sloupec odpovı́dá nezáporné garotě, pravý hyperbolickému

prahovánı́. Vertikálnı́ linky naznačujı́ polohu prahu, pro tyto grafy bylo zvoleno λ = 3,33.
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Obr. 6.6: Srovnánı́ rizika pěti prahovacı́ch pravidel. Zde λ = 3,33, λ1 = 2,86, λ2 = 3,72.

Je zřetelné, že stejnoměrně nejmenšı́ho rizika dosahuje poloměkké prahovánı́, avšak jen

v přı́padě správné volby λ1, λ2, jak je uvedeno v tomto oddı́lu textu.

Obrázek 6.5 srovnává nezápornou garotu a hyperbolické prahovánı́ podobným způsobem

jako obr. 6.3. Konečně obrázek 6.6 porovnává riziko všech pěti zmı́něných pravidel.

Tvrzenı́ 6.2 spolu s uvedenými obrázky nám umožňuje vyvodit následujı́cı́ důsledky [6]:

Důsledek 6.3: Pro pevné λ ∈ R+ má měkké prahovánı́ menšı́ rozptyl než tvrdé prahovánı́

pro všechna b, tj.Vsλ(b) ≤ Vhλ(b). Plyne to z vlastnosti v1(λ, b) ≥ 0 pro všechna b při pevně

zvoleném λ ≥ 0.
Důsledek 6.4: Pro pevné λ ∈ R+ má měkké prahovánı́ mnohem většı́ výchylku než

tvrdé prahovánı́ pro |b| dostatečně velké. Také platı́, že pro b → ±∞: Rsλ(b) → 1 + λ2,

zatı́mco Rhλ(b) → 1. To znamená, že průměrná kvadratická odchylka od správné hodnoty

je pro rostoucı́ b vyššı́ u měkkého prahovánı́, a to tı́m většı́, čı́m většı́ je zvoleno λ. Riziko

tvrdého prahovánı́ v limitě na hodnotě prahu nezávisı́. Celkově to znamená, že k detailnı́m

koeficientům, které představujı́ významné rychlé změny v signálu, a majı́ tedy relativně
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velké b, se tvrdé prahovánı́ chová obezřetně – ponechá jim svou původnı́ velikost, kdežto

měkké prahovánı́ jejich velikost snı́žı́. Tato vlastnost se odrážı́ v tom, že měkké prahovánı́

má tendenci „přehladit“ rychlé změny, skoky a špičky v signálu.

Důsledek 6.5: Pro pevné λ ∈ R+ má tvrdé prahovánı́ maximálnı́ výchylku, rozptyl a riziko

pro hodnoty b ≈ ±λ. Měkké prahovánı́ má maximálnı́ výchylku, rozptyl a riziko pro velké

hodnoty |b|.
Důsledek 6.6: Pro pevné λ ∈ R+ má měkké prahovánı́ menšı́ riziko v počátku b = 0. Obě

statistiky Rsλ(0) a Rhλ(0) jsou monotónně klesajı́cı́ pro rostoucı́ λ.

Ostatnı́ typy prahovánı́ tvořı́ jakýsi kompromis mezi tvrdým a měkkým prahovánı́m.

Gao a Bruce [24] ukázali, že pro dané λ existujı́ λ1 < λ < λ2 tak, že pro všechna bi platı́

E[δss(yi, λ1, λ2)− bi]
2 < E[δh(yi, λ)− bi]

2, (6.4)

tedy že poloměkké prahovánı́ δssmá (stejnoměrně pro b) menšı́ riziko než δh. Tato skutečnost

je vidět na obrázku 6.6, kde byla zvolena vhodná λ1, λ2. Volbou parametrů λ1, λ2 můžeme

δss podle potřeby vı́ce „přiblı́žit“ vlastnostem tvrdého nebo měkkého prahovánı́. Poloměkké

prahovánı́ má výhodu v tom, že překonává citlivost tvrdého prahovánı́ na malé změny ve

vstupnı́ch datech, a zároveň zamezuje vzniku velké výchylky pro velká |b|, jak se tomu děje

u měkkého prahovánı́. Pro poloměkké prahovánı́ rovněž platı́, že limb→±∞R
ss
λ1,λ2
(b) = 1.

Nutnost volby dvou prahových hodnot je však velkou nevýhodou tohoto prahovánı́.

Postup určenı́ optimálnı́ch prahů je algoritmicky i výpočetně velmi náročný [24], je potřeba

použı́t dvojrozměrnou Newtonovu iteračnı́ metodu.

Zbylá dvě prahovacı́ pravidla se snažı́ s tı́mto hendikepem vyrovnat, a to tak, že na-

podobujı́ tvar poloměkkého prahovánı́ funkcı́ s jednı́m volitelným parametrem – prahem.

Statistické vlastnosti poloměkkého prahovánı́ jsou přitom v asymptotickém smyslu zacho-

vány.

Gao [23] ukázal, že nezáporná garota je lepšı́ než tvrdé i měkké prahovánı́ ve smyslu

velikosti rizika a také citlivosti na malé změny ve výchozı́ch datech. Také hyperbolické

prahovánı́ kombinuje vlastnosti tvrdého a měkkého prahovánı́, a z obrázku 6.6 je zřejmé,

že z hlediska rizika je úspěšnějšı́ než nezáporná garota.

Neexistuje takové prahovacı́ pravidlo, jehož riziková funkce by asymptoticky nabyla

hodnoty menšı́ než σ2 pro |bi| → ∞.
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Obr. 6.7: Promı́tnutı́ neoptimálnı́ volby dvojice prahů λ1, λ2 do velikosti rizika poloměkkého

prahovánı́. Z obrázku je patrné, že nesprávná volba může vést ke zvýšenı́ rizika. Modrou

barvou je pro srovnánı́ znázorněno riziko tvrdého prahovánı́, zelená barva přı́slušı́ „ideálnı́“

volbě prahů.

Obrázek 6.7 ukazuje, jak se neoptimálnı́ volba dvojice prahů u poloměkkého prahovánı́

promı́tne do jejı́ho rizika.

Následujı́cı́ tvrzenı́ nám umožňuje všechny předchozı́ úvahy rozšı́řit na náhodnou ve-

ličinu s obecným normálnı́m rozloženı́m a zároveň dává návod, jak v takovém přı́padě

spočı́tat střednı́ hodnotu, rozptyl a riziko.

Tvrzenı́ 6.7: Pokud Y ∼ N(b, σ2), pak Y
σ
∼ N (b/σ, 1) a platı́

1. δ(Y, λ) ≡ σ δ
(

Y
σ
, λ

σ

)
,

2. Mλ(b) = σMλ/σ

(
b
σ

)
,

3. Vλ(b) = σ
2Vλ/σ

(
b
σ

)
,

4. Rλ(b) = σ
2Rλ/σ

(
b
σ

)
.
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Symbol ≡ zde představuje identitu náhodných veličin ve smyslu identity jejich distribučnı́ch

funkcı́. Tvrzenı́ platı́ i pro poloměkké prahovánı́, přičemž v tom přı́padě chápeme λ jako

vektor λ = [λ1, λ2].

Důkaz je uveden v přı́loze A.

6.4 Volba prahové hodnoty

Volba optimálnı́ prahové hodnoty je pro dobrý výsledek separace rovněž důležitá. Tato

oblast však již přesahuje záměr této práce, a tak se v této části textu omezı́me pouze na

stručné uvedenı́ základnı́ch technik volby vhodné prahové hodnoty.

6.4.1 Kvantilová volba prahu

Kvantilová volba prahu se vyznačuje tı́m, že seřadı́me waveletové koeficienty podle jejich

absolutnı́ hodnoty a zvolı́me takovou hodnotu prahu, aby bylo po prahovánı́ ponecháno

jen zvolené procento koeficientů. Jinak řečeno, jako λ použijeme zvolený kvantil množiny

všech waveletových koeficientů, tj. např. tak, že se vynuluje 30 % nejmenšı́ch koeficientů.

Je zřejmé, že tento způsob volby prahu je závislý na zpracovávaných datech.

6.4.2 Univerzálnı́ hodnota prahu

Univerzálnı́ metodu stanovenı́ prahu navrhli Donoho a Johnstone [17]. Na základě délky

dat n a směrodatné odchylky aditivnı́ho bı́lého šumu σ vypočteme hodnotu λuniv, která

minimalizuje riziko odchylky od optimálnı́ (avšak neznámé) hodnoty prahu.

λuniv = σ
√
2 logn (6.5)

Prahovánı́ se pak provede pro všechny waveletové koeficienty cj,k, pro něž j > j0.

Hodnotu j0 volı́me podle charakteru zpracovávaných dat. Metodu lze použı́t pro měkké a

tvrdé prahovánı́.

V článku [22] je rozvinut tento přı́stup obecněji i pro korelovaný šum.
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6.4.3 Kritérium zobecněné křı́žové validace

Technika křı́žové validace spadá pod klasické statistické přı́stupy. Jejı́ zobecněnou podobu

(generalized cross-validation, GCV) lze úspěšně využı́t i pro nalezenı́ vhodné prahové

hodnoty [48, 54].

Hodnotu kritéria GCV vypočteme pro zvolené λ jako

GCV(λ) =
1
n
‖y − yλ‖2(

nλ

n

)2 . (6.6)

V tomto vzorci y představuje pozorovaný signál o délce n, yλ představuje signál po

prahovánı́ s hodnotou prahu λ, nλ je počet waveletových koeficientů, které byly během

prahovánı́ vynulovány. Symbol ‖·‖ zde značı́ eukleidovskou normu.
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Obr. 6.8: Přı́klad typického průběhu kritéria GCV (zde optimálnı́ prahová hodnota 1,6).

Vektor y je dle (6.1) pozorovánı́m náhodného vektoru. Proto nahradı́me-li formálně

ve vzorci (6.6) y přı́slušným náhodným vektorem Y a podobně pro yλ a nλ, můžeme

uvažovat o celé GCV(λ) jako o náhodné veličině (pro dané λ). Optimálnı́ hodnotu pro λ

pak definujeme jako

λ∗ = arg min
λ∈R+

E[GCV(λ)]. (6.7)

Pokud máme v praxi možnost vı́cečetného pozorovánı́ signálu y, vypočteme funkci

GCV pro každé pozorovánı́ (pro vhodně volenou diskrétnı́ sı́t’parametrů λ), následně tyto
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funkce zprůměrujeme a nalezneme optimálnı́ hodnotu λ∗. Pokud máme k dispozici pouze

jedno pozorovánı́ y, nalezneme λ∗ přı́mo z přı́slušné GCV. Typický průběh funkce GCV

s vyznačenı́m optimálnı́ hodnoty prahu je na obr. 6.8.

6.5 Závěr

V kapitole 6 byl vysvětlen princip waveletového potlačenı́ šumu signálů a byly uvedeny

obvyklé i méně použı́vané použı́vané prahovacı́ techniky. Tyto techniky byly srovnány

pomocı́ statistické analýzy rizika. Z tohoto srovnánı́ plyne několik závěrů: tvrdé prahovánı́

hůře potlačuje šum, ale lépe zachovává rychlé změny v signálu (skoky a špičky), zatı́mco

měkké prahovánı́ je velmi úspěšné při potlačovánı́ šumu, ale má tendenci „přehladit“ skoky a

špičky. Tyto dva typy prahovánı́ tvořı́ dva protilehlé póly z hlediska charakteru separace. Vı́c

než jen kompromis mezi nimi tvořı́ poloměkké prahovánı́, které, jak bylo ukázáno, má při

správné volbě dvou parametrů nejnižšı́ riziko chyby. Ovšem dva parametry metody zároveň

tvořı́ velkou nevýhodu oproti jiným metodám, které pracujı́ pouze s parametrem jednı́m.

Dalšı́ uvedené metody, nezáporná garota a hyperbolické prahovánı́, se snažı́ tuto nevýhodu

zmı́rnit. Pracujı́ pouze s jednı́m parametrem, avšak ve statistickém smyslu nedosahujı́ takové

kvality jako poloměkké prahovánı́. Jak bude ale ukázáno v kapitole pojednávajı́cı́ o testovánı́

na reálných signálech, srovnávat pravidla pouze podle kritéria teoreticky nejnižšı́ho rizika

by bylo chybou, subjektivnı́mu vnı́mánı́ nevyhovuje vždy signál odšuměný takovýmto

prahovacı́m pravidlem.
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7 Testovánı́ waveletových metod

na signálech s aditivnı́m šumem

Úspěšnost waveletového potlačovánı́ šumu byla testována a srovnávána na řečovém sig-

nálu. Šlo o promluvu mužského mluvčı́ho „vysyp všechny pytle s pšenicı́ “. Tento signál,

vzorkovaný s kmitočtem 16 kHz, byl uměle zarušen gaussovským šumem s různými roz-

ptyly tak, že k dispozici byly testovacı́ signály se SNR 15 dB, 10dB, 5 dB, 0dB a −5 dB.

Odstup signálu od šumu SNR přitom počı́táme jako

SNR [dB] = 10 log10
‖y‖
‖e‖ , (7.1)

kde ‖y‖ je norma (odmocnina energie) nezarušeného signálu a ‖e‖ je norma šumu. Pro

reálný signál y = (y1, . . . , yn)
⊤ normu definujeme ‖y‖ =

√
y21 + . . .+ y

2
n. Po separaci

řeči a šumu (viz nı́že) byl odhadnut výstupnı́ SNR následujı́cı́m vztahem

ŜNR [dB] = 10 log10
‖y‖

‖y − kŷ‖ , (7.2)

kde ŷ je „odšuměný“ signál a k = ‖y‖
‖ŷ‖ je kompenzačnı́ konstanta.

Při všech analýzách byl použit wavelet Daubechies řádu 8. Dalšı́ zvyšovánı́ řádu wa-

veletu již nepřinášelo markantnı́ zvýšenı́ kvality separace. Hloubka dekompozice (a také

hloubka prahovánı́) byla zvolena d = 5. Testovánı́ probı́halo v systému Matlab pomocı́

vytvořeného balı́ku ThreshLab (viz přı́loha C). Přı́klad grafického znázorněnı́ prahovánı́ je

na obr. 7.1.

Pro každý z pěti testovacı́ch SNR byla nejprve stanovena prahová hodnota λ, přičemž

výchozı́m odhadem byla univerzálnı́ hodnota prahu λuniv. Použitá prahová hodnota byla

nakonec zvolena subjektivně (i vzhledem k tomu, že tato dizertačnı́ práce nenı́ zaměřena

na optimálnı́ volbu prahové hodnoty).

Pro tuto hodnotu prahu bylo provedeno tvrdé, měkké, hyperbolické prahovánı́ a nezá-

porná garota, a to:
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[WT] detailnı́ch koeficientů klasické waveletové transformace do hloubky d = 5,

[WP] koeficientů odpovı́dajı́cı́ch nejlepšı́ bázi ve waveletovém paketu hloubky d = 5.

Nejlepšı́ báze (část 5.3) byla vyhledána pomocı́ prahové entropie (tamtéž) s pra-

hem λ.

Operace [WT] byla provedena procedurou thresh.m a operace [WP] procedurou

wp denoise.m. Výsledky testovánı́ jsou obsaženy v tabulkách 7.1 až 7.4. V těchto

tabulkách lze nalézt kromě objektivnı́ho parametru ŜNR subjektivnı́ zhodnocenı́ kvality

separace (stanovenı́ pořadı́ úspěšnosti). Kritérii subjektivnı́ho posuzovánı́ byly stejnou mě-

rou přı́jemnost poslechu (množstvı́ rušivých artefaktů v signálu) a srozumitelnost odrušené

nahrávky.

Celkově lze k výsledkům řı́ci:

Zlepšenı́ objektivnı́ho ŜNR při přechodu od WT k nejlepšı́ bázi WP tvořı́ průměrně

pouze 0,2dB. Zlepšenı́ ŜNR lze vysvětlit tı́m, že WP lépe koncentruje energii signálu do

jeho waveletových koeficientů (viz obr. 5.3). Rozdı́l v subjektivnı́m vnı́mánı́ je však pod-

statný: objevujı́-li se v odrušeném signálu nežádoucı́ artefakty, pak u WT se většinou jedná

o osamocené „lupance“ nebo jejich rychlý sled, na rozdı́l od WP, kde docházı́ k rozostřenı́

šumu a k efektu „bublánı́“ na pozadı́, což je lidskému sluchu mnohem přı́jemnějšı́ na

poslech. Rovněž u WP pozorujeme lepšı́ srozumitelnost.

Nejméně úspěšné pro zpracovánı́ řečového signálu je měkké prahovánı́, a to jak z ob-

jektivnı́ho, tak subjektivnı́ho hlediska. Nejhoršı́ výsledky ŜNR jsou paradoxem, nebot’bylo

řečeno v závěru kapitoly 6, že právě měkké prahovánı́ nejlépe potlačuje šum. Toto tvrzenı́

ale zároveň musı́me potvrdit ze subjektivnı́ho pohledu – skutečně je tomu tak, avšak u ře-

čového signálu tı́m zanikajı́ neznělé souhlásky jako zejména s, š, c, č, z, ž, které jsou právě

pro srozumitelnost řeči nejdůležitějšı́.

V subjektivnı́m hodnocenı́ dosáhlo obecně nejlepšı́ch výsledků hyperbolické prahovacı́

pravidlo, i když je třeba upozornit, že se snižujı́cı́m se vstupnı́m SNR mu významně

konkuruje tvrdé prahovánı́. To lze vysvětlit tı́m, že směrem k malým hodnotám SNR

přirozeně klesá srozumitelnost odrušených signálů a právě tvrdé prahovánı́ i přes velké

množstvı́ nepřı́jemných artefaktů srozumitelnost zachovává nejdéle. Ve chvı́li, kdy kvalita

poslechu je již pro všechny typy prahovánı́ velmi nı́zká, proto přirozeně dáváme přednost
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Obr. 7.1: Přı́klad prahovánı́ zarušeného signálu. Shora dolů jsou vykresleny: původnı́ zarušený

signál, separovaný signál a prahované waveletové koeficienty.
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tvrdému, které dává nejsrozumitelnějšı́ výsledek.

V přı́padě SNR = −5 dB (λuniv = 0,4592) se výsledný ŜNR u všech typů prahovánı́

pohyboval kolem−1, 5 dBu metody WT, přičemž ale mluvenému slovu již nebylo rozumět.

Pro zvolený práh λ = 0,85 · λuniv metoda nejlepšı́ báze WP selhala a proto nenı́ možné

uvést srovnávacı́ tabulku. Volbou λ = 0,57 ·λuniv však již metoda dává ucházejı́cı́ výsledky,

zatı́mco WT je pro tuto hodnotu již nepoužitelná.

Na závěr ještě poznamenejme, že poloměkké prahovánı́ nebylo do tohoto testu zahrnuto,

nebot’ v balı́ku Threshlab nenı́ funkce, která by pro zvolené λ nalezla optimálnı́ λ1, λ2

ve smyslu (6.4). Jak bylo zmı́něno, to vyžaduje implementaci dvojrozměrné Newtonovy

iteračnı́ metody. Dá se však očekávat, že při správné volbě obou prahů bude dosahovat tak

dobrých výsledků jako tvrdé a hyperbolické prahovánı́.

Ukázalo se, že nastavenı́ hodnoty prahu je vždy záležitostı́ kompromisu mezi mı́rou

potlačenı́ šumu a zachovánı́m co nejpřirozenějšı́ho charakteru řeči, tak jak je tomu u všech

metod jednokanálové separace. Výsledný poměr ŜNR lze umělým snižovánı́m prahu zpra-

vidla ještě zlepšovat, avšak subjektivnı́ ohodnocenı́ se rychle zhoršuje.

V budoucı́m vývoji se zřejmě uplatnı́ adaptivnı́ prahovánı́ [1, 50]. Konkrétně u řečových

signálů by se postup separace měl doplnit o indikátor znělosti / neznělosti aktuálnı́ho

fonému. V přı́padě znělého by se pak provedlo normálnı́ prahovánı́ s nejlepšı́ bázı́ WP a

v přı́padě neznělého by se práh uměle nadhodnotil, tı́m by se lokálně signál „méně prahoval“

a srozumitelnost by se dı́ky vyššı́ mı́ře uchovánı́ problematických souhlásek s, š, c, č, z, ž

zlepšila.

7.1 Testovacı́ a výsledné nahrávky

Vstupnı́ i výstupnı́ nahrávky je možno nalézt na přiloženém CD v adresáři /testovani.

Vstupnı́ nahrávky jsou obsaženy v souboru psenice input.mat pro Matlab. Vektor

s originálnı́ nahrávkou má jméno psenice a jména zarušených signálů jsou vždy opatřena

přı́znakem odpovı́dajı́cı́ho SNR, např. psenice05 odpovı́dá SNR = 5dB. Výstupnı́

nahrávky jsou pak podle přı́znaku SNR rozděleny do souborůpsenice15 output.mat

až psenice-5 output.mat. Každý z těchto souborů obsahuje 8 nahrávek, jejichž

jména jsou logicky opatřena přı́znaky WT nebo WP a zkratkou typu použitého prahovánı́,
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oř

ad
ı́

su
bj

ek
t.

ho
dn

oc
en

ı́

tvrdé 26,4 3 26,3 3

měkké 22,3 3 22,6 4

nezáp. garota 24,6 2 24,7 2

hyperbolické 25,6 1 25,6 1

Tab. 7.1: Výsledky testovánı́ na zarušeném signálu se SNR = 15dB. Univerzálnı́ práh

λuniv = 0,0046, použitá hodnota prahu λ = 1,2 · λuniv.

WT WP
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tvrdé 17,5 2 17,6 3

měkké 15,2 4 15,4 4

nezáp. garota 16,5 2 16,7 1

hyperbolické 17,0 1 17,2 1

Tab. 7.2: Výsledky testovánı́ na zarušeném signálu se SNR = 10dB. Univerzálnı́ práh

λuniv = 0,0145, použitá hodnota prahu λ = 1,1 · λuniv.
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tvrdé 9,2 3 9,2 1

měkké 8,1 4 8,2 4

nezáp. garota 8,7 1 8,8 1

hyperbolické 9,0 1 9,0 1

Tab. 7.3: Výsledky testovánı́ na zarušeném signálu se SNR = 5dB. Univerzálnı́ práh

λuniv = 0,0459, použitá hodnota prahu λ = λuniv.

WT WP
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tvrdé 2,1 1 2,1 1

měkké 1,6 4 1,7 1

nezáp. garota 1,9 2 1,9 1

hyperbolické 2,0 2 2,0 1

Tab. 7.4: Výsledky testovánı́ na zarušeném signálu se SNR = 0dB. Univerzálnı́ práh

λuniv = 0,1452, použitá hodnota prahu λ = 0,9 · λuniv. Subjektivně je mezi jednotlivými

typy prahovánı́ u WP zanedbatelný rozdı́l.
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např. data pod názvem psenice10 thresh WT nng odpovı́dajı́ prahovanému signálu

psenice10 pomocı́ WT s nezápornou garotou. Pro přı́pad SNR = −5 dB byl výstup pro

WP a WT uložen do zvláštnı́ch souborů, z důvodu odlišné volby λ (viz výše).

Do stejného adresáře byl nakopı́rován také soubor testovani.m, který byl pro

všechny testy použı́ván.

Zvukový výstup v Matlabu umožňuje přı́kaz sound, přı́p. výstupu do souboru „wav“

lze dosáhnout přı́kazem wavwrite.
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8 Segmentovaná konečná diskrétnı́

waveletová transformace

V praktických aplikacı́ch je často třeba signál zpracovávat v „reálném čase“, tzn. s mini-

málnı́m zpožděnı́m. Předem neznámý signál přicházı́ na vstup nějakého systému po úsecı́ch

– na sobě nezávislých segmentech – které musejı́ být efektivně zpracovány a modifikované

poslány na výstup systému. Typickým přı́kladem je např. zpracovánı́ akustických signálů,

zejména řečových signálů v telekomunikacı́ch.

Segmentovaná konečná waveletová transformace (SegWT1), která tento typ zpracovánı́

umožňuje, má velké potencionálnı́ využitı́ také v přı́padě, že je třeba zpracovat dlouhý sig-

nál (ne nutně v reálném čase), ale přitom nenı́ k dispozici dostatečná výpočetnı́ sı́la nebo

pamět’ový prostor. Tehdy je možné touto novou metodou signál ekvivalentně zpracovat

po částech a tı́m ušetřit výpočetnı́ výkon i pamět’ový prostor. V tomto smyslu algorit-

mus SegWT koresponduje s algoritmy přičtenı́ přesahu (overlap-add) a úschovy přesahu

(overlap-save) [21] u fourierovské lineárnı́ filtrace.

Dalšı́m možným využitı́m algoritmu SegWT je okamžitá vizualizace signálu pomocı́

zobrazenı́, které nazýváme „waveletogram“. Waveletogram zobrazuje graficky hodnoty

waveletových koeficientů, viz obr. 8.1. Je to technika přı́buzná vykreslovánı́ spektrogramu

v reálném čase. U waveletové transformace máme však výhodu, že signál nemusı́me

váhovat okny, čı́mž docházı́ ke zkreslenı́ kmitočtové informace, jak je tomu právě u spek-

trogramu. Waveletogram vytvořený pomocı́ SegWT je navı́c zcela nezávislý na zvolené

délce segmentu.

V dostupné literatuře se tomuto způsobu waveletové transformace prakticky nevěnuje

žádná pozornost a to bylo důvodem, proč bylo vyvinuto úsilı́ odvodit tento modifikovaný

algoritmus. Tato kapitola podrobně uvádı́ tuto modifikaci pro segmentovaný signál, včetně

odvozenı́ algoritmu a důsledků pro implementaci na libovolném zařı́zenı́.

Po definovánı́ účelu modifikované metody (část 8.1) je nejprve zapotřebı́ podrobně

1Zavádı́me zkratku SegWT (Segmented Wavelet Transform), zkratka SWT je již vyhrazena pro stacionárnı́

waveletovou transformaci (Stationery Wavelet Transform)
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Obr. 8.1: „Waveletogram“. Hornı́ část představuje analyzovaný signál a spodnı́ část jeho

detailnı́ waveletové koeficienty do hloubky dekompozice d = 5. Čı́m většı́ absolutnı́ hod-

nota koeficientu, tı́m světlejšı́ barva jemu přı́slušného polı́čka v grafu (převzato z programu

Matlab).

rozebrat klasický algoritmus waveletové transformace (část 8.2) a na základě tohoto rozboru

sestavit algoritmus waveletové transformace modifikovaný pro zpracovánı́ po nezávislých

segmentech (část 8.3).

8.1 Motivace a cı́l modifikované metody

Běžně použı́vaná konečná diskrétnı́ transformace (DTWT, část 4.3) je vhodná pro zpra-

covánı́ signálů „off-line“, tzn. předem známých, přestože libovolně dlouhých. Úkolem

segmentované konečné diskrétnı́ waveletové transformace je tedy přirozeně zpracovat sig-
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nál po segmentech, a to tak, abychom po postupném zpracovánı́ všech segmentů obdrželi

stejný výsledek (tj. stejné waveletové koeficienty), jako kdybychom signál znali celý pře-

dem a zpracovali ho pomocı́ běžného algoritmu DTWT.

Jak bude ukázáno, v této úloze hrajı́ zásadnı́ roli zvolená hloubka waveletové dekom-

pozice, délka waveletového filtru a délka segmentu signálu. Označme:

m délka waveletového filtru, m > 0,

d hloubka waveletové dekompozice, d > 0,

s délka segmentu diskrétnı́ho signálu, s > 0.

Symbolyd, d sice použı́váme též pro označenı́ detailnı́ch waveletových koeficientů, ze sou-

vislosti však bude vždy zřejmé, zda se jedná o tento přı́pad nebo o hloubku dekompozice.

8.2 Rozbor pyramidového algoritmu DTWT

Nejprve uvedeme detailnı́ popis algoritmu DTWT a poté na něj navážeme s vyvozenými

tvrzenı́mi a důsledky.

Poznámka: V části 8.2 budeme značit délku celého signálu také s. Při tomto označenı́

vycházı́me z toho, že při DTWT zpracováváme signál naráz, tj. signál je zároveň jakoby

jediným segmentem délky s.

Algoritmus 8.1: (dekompozičnı́ pyramidový algoritmus DTWT)

Je dán vstupnı́ signál x délky s, dva waveletové dekompozičnı́ filtry délkym, hornı́ propust

g a dolnı́ propust h, je zvolena hloubka dekompozice d a rovněž je dán tzv. typ prodlouženı́

signálu.2

1. Označı́me vstupnı́ signál x jako a(0). Nastavı́me j = 0.

2. Jeden krok dekompozice:

(a) Rozšı́řenı́ vstupnı́ho vektoru. Prodloužı́me vektor a(j) nalevo i napravo o (m−1)
vzorků, podle zvoleného typu prodlouženı́.

(b) Filtrace. Filtrujeme prodloužený signál filtrem g, což můžeme vyjádřit jejich

konvolucı́.
2ohledně typů prodlouženı́ odkazujeme např. na [39, kap. 8].
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(c) Vyseknutı́. Z výsledku filtrace vybereme jen jejı́ prostřednı́ část, tak, že „zbytky“

vlevo a vpravo jsou shodně dlouhé m− 1 vzorků.

(d) Podvzorkovánı́ (decimace). Vyseknutý vektor decimujeme, tj. ponecháváme

pouze jeho vzorky se sudými indexy (předpokládáme indexovánı́ vektorů počı́-

naje jedničkou).

Uložı́me tento vektor jako d(j+1).

Opakujeme body (b)–(d), nynı́ s filtrem h, a výsledek uložı́me jako a(j+1).

3. Zvýšı́me j o jedničku. Pokud nynı́ j < d, jdeme na bod 2., jinak algoritmus končı́.

Poznámky:

1. Po skončenı́ algoritmu máme uloženy waveletové koeficienty v d + 1 vektorech

a(d),d(d),d(d−1), . . . ,d(1).

2. Ad 2(a): Prodlouženı́ je nutné vykonat kvůli jednoznačnosti transformace, a to v kaž-

dém kroku dekompozice.

3. Ad 2(a): Ve speciálnı́m přı́padě tzv. periodického prodlouženı́ je délka potřebného

prodlouženı́ signálu menšı́ než m − 1. Periodické prodlouženı́ však pro naše účely,

v návaznosti na část 8.3, nenı́ relevantnı́, a proto jej dále neuvažujeme.

4. Ad 2(a): V prvnı́m kroku algoritmu tedy prodloužı́me a(0) na délku s+ 2(m− 1).
5. Ad 2(b): Délka výsledné konvoluce v prvnı́m kroku je [s + 2(m − 1) +m − 1] =
s+ 3(m− 1).

6. Ad 2(c): Prostřednı́ část má tedy délku, jakou by měla konvoluce neprodlouženého

vektoru a(j) s waveletovým filtrem. V prvnı́m kroku je vyseknutá část délky s+m−1.

7. Ad 2(d): Touto operacı́ dostáváme v prvnı́m kroku vektor o délce floor
(

s+m−1
2

)
.

Připomeňme konvenci, že vstupnı́ signál ztotožňujeme s (aproximačnı́mi) waveleto-

vými koeficienty nejnižšı́ úrovně, obvykle 0, tzn. v dalšı́m textu platı́ x = a(0). Dále také

předpokládáme k ∈ N a pevně zvolenou délku waveletových filtrů, m.

Lemma 8.2: Pro výpočet jednoho waveletového koeficientu v úrovni k je třeba m koefici-

entů úrovně k − 1.
Důkaz: To je zřejmé z popisu algoritmu, nebot’jeden waveletový koeficient z úrovně k je

jednı́m prvkem konvoluce vektoru a(k−1) s waveletovým filtrem. Viz obr. 8.2. �
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vstupnı́
signál x t t t t t t t t t t t t t t t t t t t t · · ·

x1 x2 x3 x4 x5 x6 x7 x8 · · ·

? ? ? ? ? ? ? ?· · ·2(a)
prodlouženı́ t t t t t t t t t t t t t t t t t t t t t t t · · ·

2(b)
konvoluce

︸ ︷︷ ︸︸ ︷︷ ︸︸ ︷︷ ︸︸ ︷︷ ︸︸ ︷︷ ︸
t t t t t t t t t t t t t t t t t t t t t t t t t t · · ·

? ? ? ? ? ? ? ? ? ? ?· · ·2(c)
useknutı́ t t t t t t t t t t t t t t t t t t t t t t t · · ·

? ? ? ? ?· · ·
2(d)
decimace t t t t t t t t t t t · · ·

a
(1)
1 a

(1)
2 a

(1)
3 a

(1)
4 a

(1)
5

· · ·

Obr. 8.2: Znázorněnı́ kroků 2(a) až 2(d) v algoritmu 8.1 pro délku filtrum = 4. Každý kroužek

představuje jeden element vektoru (signálu).

Lemma 8.3: Pro výpočet q ≥ 1 po sobě jdoucı́ch waveletových koeficientů v k-té úrovni je

třeba m+ 2(q − 1) po sobě jdoucı́ch koeficientů z (k − 1)-nı́ úrovně.

Důkaz: Pro výpočet jednoho waveletového koeficientu v úrovni k je třeba m koeficientů

z úrovně k − 1. Pro každý dalšı́ koeficient v úrovni k je (dı́ky decimaci) třeba uvažovat

dalšı́ dva koeficienty z úrovně k − 1, viz obr. 8.2, 8.3. �

Tvrzenı́ 8.4: Pro výpočet q ≥ 1 po sobě jdoucı́ch waveletových koeficientů v k-té úrovni je

třeba

pq(k) = (2
k − 1)m+ 2kq − 2(2k − 1) (8.1)

vzorků vstupnı́ho signálu.

Důkaz: Rekurzivnı́ aplikacı́ lemmatu 8.3 lze odvodit vzorec

pq(k) = m+ 2[pq(k − 1)− 1], kde definujeme pq(0) = q. (8.2)

Ukážeme indukcı́ vzhledem ke k, že vzorec (8.1) vyjadřuje (8.2) v nerekurzivnı́m tvaru.

Pro k = 1 podle (8.2) platı́ pq(1) = m + 2[pq(0) − 1] = m + 2(q − 1) a podle (8.1) platı́

pq(1) = m + 2q − 2 = m + 2(q − 1). Předpokládejme dále, že (8.1) platı́ pro zvolené

k ≥ 1. S využitı́m (8.2) pak

pq(k + 1) = m+ 2[pq(k)− 1]
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x = a(0) · · · s s s s s s s s s s s s s s s s s s s s s s s s s s s s s s· · ·
︸ ︷︷ ︸ ︸ ︷︷ ︸ ︸ ︷︷ ︸︸ ︷︷ ︸ ︸ ︷︷ ︸ ︸ ︷︷ ︸

a(1),d(1) · · · s s s s s s s s s s s s s s · · ·
︸ ︷︷ ︸ ︸ ︷︷ ︸︸ ︷︷ ︸ ︸ ︷︷ ︸

a(2),d(2) · · · s s s s s s · · ·
︸ ︷︷ ︸︸ ︷︷ ︸

a(3),d(3) · · · s s · · ·

Obr. 8.3: Ilustrace algoritmu 8.1 ve třech úrovnı́ch dekompozice, tj. d = 3. Každý koeficient

v k-té úrovni je vypočı́tán z m koeficientů v úrovni k − 1. Zde opět délka filtru m = 4.

= m+ 2[(2k − 1)m+ 2kq − 2(2k − 1)− 1]

= m+ 2(2k − 1)m+ 2k+1q − 2(2k+1 − 1)

= (2k+1 − 1)m+ 2k+1q − 2(2k+1 − 1). �

Důsledek 8.5: Pro výpočet jednoho waveletového koeficientu v k-té úrovni je třeba p1(k)

vzorků vstupnı́ho signálu. Platı́

p1(k) = (2
k − 1)(m− 1) + 1. (8.3)

Důkaz: Dosazenı́m q = 1 do (8.1) a úpravou.

Tabulka 8.1 ukazuje počty vzorků vstupnı́ho signálu potřebné pro výpočet jednoho

waveletového koeficientu v různé hloubce dekompozice. Obrázek 8.4 znázorňuje data

z tabulky v grafech. Je zřejmé, že pro rostoucı́ délku filtru se p1(k) zvyšuje lineárně a pro

rostoucı́ hloubku dekompozice téměř přesně exponenciálně o základu 2.

Před uvedenı́m dalšı́ch úvah je nutné zavést pojmy, které budeme dále využı́vat:

Sousednı́ koeficienty jsou dva koeficienty, které v dané úrovni sousedı́; např. a(3)23 , a(3)24

sousedı́ v úrovni 3.

Koeficienty vzdálené ob q koeficientů jsou koeficienty v dané úrovni, mezi nimiž ležı́ právě

q koeficientů; např. a(3)19 , a(3)26 jsou vzdálené ob 6 koeficientů.

Působnost koeficientu z k-té úrovně v u-té úrovni, u < k je množina koeficientů v úrovni
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k \m 2 3 4 5 6 8 10 12 14 16 18

1 2 3 4 5 6 8 10 12 14 16 18

2 4 7 10 13 16 22 28 34 40 46 52

3 8 15 22 29 36 50 64 78 92 106 120

4 16 31 46 61 76 106 136 166 196 226 256

5 32 63 94 125 156 218 280 342 404 466 528

6 64 127 190 253 316 442 568 694 820 946 1072

7 128 255 382 509 636 890 1144 1398 1652 1906 2160

8 256 511 766 1021 1276 1786 2296 2806 3316 3826 4336

Tab. 8.1: Počet vzorků vstupnı́ho signálu nutných pro výpočet jednoho waveletového koefici-

entu, p1(k). Horizontálně délka waveletového filtru m, vertikálně hloubka koeficientu k.

u, jejichž hodnota spolupůsobı́ na hodnotě daného koeficientu (ovlivňuje tuto hodnotu)

z úrovně k.

Posun ve vzorcı́ch vstupnı́ho signálu pro nějaké dva koeficienty z k-té úrovně je počet vzorků

vstupnı́ho signálu, o který se lišı́ působnosti těchto dvou koeficientů ve vstupnı́m signálu.

Např. pokud působnost prvnı́ho z nich je x8, x9, . . . , x23 a druhého x12, x13, . . . , x27, pak

posun ve vzorcı́ch vstupnı́ho signálu je 4.

Společné koeficienty úrovně u pro dané dva koeficienty z úrovně k, u < k jsou koeficienty

v úrovni u, které zároveň patřı́ do působnosti obou koeficientů z úrovně k. V přı́kladu výše

uvedeném jsou společné koeficienty ve vstupnı́m signálu (tj. pro u = 0) x12, x13, . . . , x23.

Lemma 8.6: Posun ve vzorcı́ch vstupnı́ho signálu u dvou sousednı́ch koeficientů v k-té

úrovni je a(k) = 2k. Sousednı́ koeficienty v k-té úrovni majı́ společných

b(k) = (2k − 1)(m− 2) (8.4)

vzorků vstupnı́ho signálu.

Důkaz: Prvnı́ část je zřejmá (viz obr. 8.3). Dva sousednı́ koeficienty v k-té úrovni majı́

společných právě m − 2 koeficientů v (k − 1)-nı́ úrovni. Nynı́ stačı́ využı́t tvrzenı́ 8.4 a

zı́skáváme vztah

b(k) = pm−2(k − 1)

= (2k−1 − 1)m+ 2k−1(m− 2)− 2(2k−1 − 1)

69



4 6 8 10 12 14 16 18

0

500

1000

1500

2000 k=7
k=6
k=5
k=4
k=3
k=2
k=1

p
1
(k
)

délka waveletového filtru m
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Obr. 8.4: Počet vzorků signálu potřebných pro výpočet jednoho waveletového koeficientu: (a)

hloubka dekompozice k je fixnı́, (b) délka waveletového filtru m je fixnı́.

= (2k − 1)m− 2(2k − 1)

= (2k − 1)(m− 2). �

Lemma 8.7: Posun ve vzorcı́ch vstupnı́ho signálu u dvou koeficientů v k-té úrovni, které

jsou od sebe vzdáleny ob q koeficientů, je c(k) = a(k) · (q+1) = 2k(q+1). Dva koeficienty

v k-té úrovni, vzdálené ob q koeficientů, majı́ ve vstupnı́m signálu společných d(k) vzorků,

kde

d(k) =




0 pro b(k) ≤ q ·a(k)
b(k)− q ·a(k) jinak.

(8.5)

Důkaz: Prvnı́ část zřejmá (pohybujeme se dı́ky decimaci po mocninách dvou, viz obr. 8.3).

Dále z druhé části lemmatu 8.6 a z prvnı́ části tohoto lemmatu plyne, že koeficienty z úrovně

k vzdálené ob q koeficientů musı́ mı́t společných d(k) = b(k)− q ·a(k) vzorků vstupnı́ho

signálu (pokud toto čı́slo nenı́ záporné, jinak samozřejmě klademe d(k) = 0). �

Poznámky:

1. Lemma 8.6 je speciálnı́m přı́padem lemmatu 8.7 při volbě q = 0.
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m = 8

k\q 50 80 110 140 170 200 230 260 290 320 350

1 28 43 58 73 88 103 118 133 148 163 178

2 17 25 32 40 47 55 62 70 77 85 92

3 12 16 19 23 27 31 34 38 42 46 49

4 9 11 13 15 17 19 20 22 24 26 28

5 8 9 10 11 12 13 13 14 15 16 17

6 7 8 8 9 9 10 10 10 11 11 12

7 7 7 7 8 8 8 8 8 9 9 9

m = 16

k\q 50 80 110 140 170 200 230 260 290 320 350

1 32 47 62 77 92 107 122 137 152 167 182

2 23 31 38 46 53 61 68 76 83 91 98

3 19 23 26 30 34 38 41 45 49 53 56

4 17 19 20 22 24 26 28 30 32 34 35

5 16 17 17 18 19 20 21 22 23 24 25

6 15 16 16 16 17 17 18 18 19 19 20

7 15 15 15 15 16 16 16 16 17 17 17

Tab. 8.2: Počty koeficientů vypočı́taných algoritmem 8.1 ze vstupnı́ho signálu o délce q v růz-

ných hloubkách dekompozice k.

2. Všimněme si, že a(k) ani c(k) nezávisı́ na délce filtru, m.

Lemma 8.8: Necht’je dána délka filtrů m. Z vektoru o délce q vypočı́táme pomocı́ algo-

ritmu 8.1

floor
(
2−kq − (2−k − 1)(m− 1)

)
(8.6)

waveletových koeficientů úrovně k.

Důkaz: Důkaz viz str. 85 využitı́m lemmatu 8.21.

Tabulka 8.2 uvádı́ pro ilustraci počty koeficientů, které vypočı́táme algoritmem 8.1 při

různé volbě q a m.
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8.3 Nový algoritmus

segmentované waveletové transformace

Jak již bylo řečeno v úvodu této kapitoly, chceme použı́t algoritmus DTWT (nebo nějakou

jeho modifikaci) na každý segment, a to tak, abychom vhodným sloučenı́m (spojenı́m)

waveletových transformacı́ jednotlivých segmentů dostali stejný výsledek jako obyčej-

nou DTWT celého signálu. Pro tyto účely je nutno vstupnı́ segmenty před provedenı́m

transformace upravit.

Konkrétně jde o to, že jednotlivé segmenty musı́me vhodným způsobem prodloužit,

aby se optimálně překrývaly. Rovněž musı́me samostatně řešit zacházenı́ s okrajovými

segmenty (tj. s prvnı́m a poslednı́m). O těchto modifikacı́ch detailně pojednává následujı́cı́

část textu.

Předpokládejme dále, že vstupnı́ signál x je rozdělen na S ≥ 1 segmentů stejné délky

s, které budeme označovat 1x,2x, . . . ,Sx. Poslednı́ ze segmentů může mı́t délku nižšı́ než s,

viz obr. 8.5.

Návaznostı́ koeficientů v k-té úrovni dekompozice budeme mı́t na mysli stav, kdy dva

na sebe navazujı́cı́ segmenty (tj. bloky vzorků) jsou vhodně prodlouženy, viz obr. 8.6, a

to tak, že když aplikujeme DTWT3 hloubky k zvlášt’ na prvnı́ prodloužený segment a

zvlášt’na druhý prodloužený segment a takto vypočtené dvě množiny koeficientů správně

ořı́zneme a spojı́me dohromady, dostáváme tı́m v mı́stě přechodu segmentů stejnou množinu

koeficientů, jako kdybychom aplikovali DTWT na oba segmenty již sloučené.

Tvrzenı́ 8.9: Pro návaznost koeficientů v k-té úrovni dekompozice musejı́ sousedı́cı́ seg-

menty mı́t

r(k) = (2k − 1)(m− 1) (8.7)

společných vzorků vstupnı́ho signálu.

Důkaz: Pro návaznost koeficientů z prvnı́ úrovně je třeba, aby sousednı́ segmenty po

prodlouženı́ měly m − 1 společných vzorků. To plyne ze vztahu (8.4), když přičteme

jedničku kvůli tomu, že při sudém decimovánı́ se neuplatnı́ („vypadne“) prvnı́ vzorek

v každém segmentu.

3s vynechánı́m kroku 2(a), důvod bude vysvětlen později
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Analogicky pro k > 1 je pro návaznost potřeba m− 1 koeficientů z (k − 1)-nı́ úrovně.

To vede na rekurzivnı́ vzorec

r(k) = m+ 2 r(k − 1)− 1, k ≥ 1, kde definujeme r(0) = 0. (8.8)

Ten je přirozeně podobný s vzorcem (8.2), nebot’ z něj vycházı́; oba vzorce se lišı́ ve

své rekurzivnı́ části tı́m, že u r(k) přičteme v každém kroku rekurze jedničku, což je

zdůvodněno zmı́něným „vypadnutı́m“ prvnı́ho koeficientu v každé úrovni.

Podobně jako v důkazu tvrzenı́ 8.4 lze matematickou indukcı́ ukázat, že r(k) = (2k −
1)(m− 1). �

Všimněme si, že veličina r(k) se lišı́ od p1(k) pouze o jedna, a proto chovánı́ r(k) pro

různou volbu k,m můžeme vysledovat z tabulky 8.1 a obrázku 8.4.

Lemma 8.10: Pro m sudé je r(k) liché, pro m liché je r(k) sudé, k ∈ N.

Důkaz: Snadno plyne z rovnice (8.7) dı́ky tomu, že (2k − 1) je vždy liché a součin lichého

čı́sla se sudým je sudé čı́slo, součin lichého čı́sla s lichým je liché čı́slo. �

Ve tvrzenı́ 8.9 byl odvozen počet společných vzorků dvou prodloužených sousednı́ch

segmentů, nutný pro návaznost waveletových koeficientů vypočtených z těchto segmentů

v hloubce dekompozice d, a to r(d) = (2d − 1)(m− 1). Je zřejmé, že na nižšı́ch úrovnı́ch

dekompozice k, 0 < k < d, proto při výpočtech ze dvou po sobě následujı́cı́ch segmentů

docházı́ k redundanci vypočtených koeficientů, nebot’některé z nich jsou vypočteny dvakrát

– poprvé z jednoho a podruhé z následujı́cı́ho segmentu. Přitom platı́, že čı́m menšı́ k, tı́m

většı́ je počet takových koeficientů. Přesně, v hloubce k je dvakrát vypočteno vždy r(d−k)
koeficientů. Z toho plyne, že pro návaznost koeficientů v těchto úrovnı́ch musı́me tento

počet koeficientů „odmazat“, at’ už z jednoho nebo druhého segmentu. Tato operace je

implementována v bodě 6 algoritmu 8.16.

Cı́lem úvah v následujı́cı́ části textu je najı́t vhodný způsob překrytı́ dvou po sobě

jdoucı́ch segmentů signálu. Ukážeme, že překrytı́ musı́ splňovat přı́sná pravidla vyplý-

vajı́cı́ z uvedených tvrzenı́. Omezenı́ vyplývá z toho, že DTWT nenı́ časově invariantnı́

transformace (v podstatě je 2d-invariantnı́).

Překrytı́ dvojice sousednı́ch prodloužených segmentů o celkové délce r(d) můžeme

rozdělit na pravé prodlouženı́ prvnı́ho z nich o délce P a na levé prodlouženı́ následujı́cı́ho
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Obr. 8.5: Schéma segmentace signálu. Vstupnı́ signál x (a) je rozdělen na segmenty stejné

délky, s výjimkou poslednı́ho segmentu, který může být kratšı́ (b); n-tý segment x označujeme

symbolem nx.

o délce L, přičemž samozřejmě platı́ r(d) = P + L. Čı́sla L ≥ 0, P ≥ 0 však nemůžeme

volit libovolně. Tvrzenı́ 8.11 řı́ká, podle jakého pravidla mohou být L, P vybrána. Protože

tato volba je obecně nejednoznačná, přiklánı́me se k volbě co největšı́ho přesahu na levé

straně každého segmentu. Snaha o co největšı́ levé prodlouženı́ přirozeně vyplývá z principu

(potenciálnı́ho) využitı́ algoritmu při zpracovánı́ signálu v reálném čase – usilujeme o to,

aby algoritmus pracoval s co nejvı́ce vzorky, které již jsou známé, a tı́m zároveň s co

nejméně vzorky, které ještě známy nejsou – teprve „přijdou“. Vzorec pro výpočet tohoto

maximálnı́ho přesahu Lmax pak uvádı́ tvrzenı́ 8.12.

Tvrzenı́ 8.11: Necht’ je dán segment, který má včetně svého levého prodlouženı́ délku l.

Pak délka levého překrytı́ v následujı́cı́m segmentu musı́ splňovat

L = l − 2d(k − 1) pro nějaké k ∈
[
l

2d
+ 1− r(d)

2d
,
l

2d
+ 1

]
, k ∈ N. (8.9)

Délka pravého překrytı́ v daném segmentu je tedy P = r(d)− L.

Důkaz: Působnost prvnı́ho waveletového koeficientu z d-té úrovně v úrovni 0 (tj. v úrovni

vstupnı́ho signálu), vypočı́taného z následujı́cı́ho prodlouženého segmentu (zatı́m neznáme

délku tohoto prodlouženı́, tu chceme určit), v tomto následujı́cı́m segmentu začı́ná na pozici

2d (viz lemma 8.20). Působnost k-tého koeficientu z d-té úrovně vypočı́taný z předcháze-

jı́cı́ho segmentu dle stejného lemmatu začı́ná v tomto segmentu na pozici 2dk. Aby na

sebe koeficienty z obou segmentů v d-té úrovni navazovaly, je tedy třeba, aby délka levého
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Obr. 8.6: Grafické znázorněnı́ prodlužovánı́ segmentů. Každý segment je prodloužen zleva

o určitý počet poslednı́ch vzorků předchozı́ho segmentu a zprava o určitý počet prvnı́ch

vzorků segmentu následujı́cı́ho. Délka levého a pravého prodlouženı́ nemusı́ být pro každý

segment stejná.

překrytı́ následujı́cı́ho segmentu, L, právě splňovala

l − L+ 2d = 2dk (8.10)

neboli

L = l − 2d(k − 1) pro nějaké k ∈ N. (8.11)

Zároveň zřejmě musı́ platit

0 ≤ L ≤ r(d)

0 ≤ l − 2d(k − 1) ≤ r(d)

l
2d
+ 1 ≥ k ≥ l−r(d)

2d
+ 1.

Tedy vyhovujı́cı́ k jsou všechna k ∈ N, ležı́cı́ v intervalu
[

l
2d
+ 1− r(d)

2d
, l
2d
+ 1
]
. �

Tvrzenı́ 8.12: Necht’ je dán segment, který má včetně svého levého prodlouženı́ délku l.

Největšı́ možné levé prodlouženı́ následujı́cı́ho segmentu, Lmax, se vypočı́tá vzorcem

Lmax = l − 2d ceil
(
l − r(d)

2d

)
. (8.12)

Nejmenšı́ pravé prodlouženı́ daného segmentu je tedy zřejmě

Pmin = r(d)− Lmax. (8.13)
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Důkaz: Délka levého překrytı́L definovaná v tvrzenı́ 8.11 dosáhne své maximálnı́ přı́pustné

hodnoty pro nejmenšı́ celé k ≥ l
2d
+1− r(d)

2d
, což znamená k = ceil

(
l−r(d)
2d

)
+1. Dosazenı́m

do (8.9) dostáváme tvrzenı́. �

Pro účely dalšı́ho textu je vhodné, opatřı́me-li proměnné Lmax, Pmin, l přı́znakem sobě

přı́slušného segmentu, tj. n-tý segment bude mı́t levé prodlouženı́ délky Lmax(n), pravé

prodlouženı́ délky Pmin(n) a délku výchozı́ho n-tého segmentu včetně svého levého pro-

dlouženı́ budeme značit l(n). Celkovou délku n-tého segmentu po prodlouženı́ budeme

značit
∑
(n). Zejména s tı́mto značenı́m můžeme přepsat rovnici (8.13) jako

Pmin(n) = r(d)− Lmax(n+ 1). (8.14)

Současně se zavedenı́m tohoto označenı́ je třeba poznamenat, že navzájem různé segmenty

majı́ obecně různé délky svých pravých a levých prodlouženı́. Jak ale bude ukázáno dále,

jistá pravidla je zde možno nalézt.

Ještě předtı́m ale rozebereme situaci prvnı́ho a poslednı́ho segmentu: Tyto segmenty

přirozeně reprezentujı́ „okraje“ signálu. Konečná diskrétnı́ waveletová transformace zná

několik způsobů, jak zacházet s okraji signálu – a tyto módy musı́me zachovat i v našem

modifikovaném algoritmu. S prvnı́m a poslednı́m segmentem musı́me tedy zacházet zvlášt’,

poněkud odlišně od zbylých segmentů. Je třeba, abychom v našı́ nové metodě simulovali

situaci klasické waveletové transformace, kdy v každé úrovni dekompozice prodlužujeme

koeficienty před provedenı́m konvoluce om−1 vzorků, viz bod 2(a) algoritmu 8.1. To nám

zaručı́ prodlouženı́ prvnı́ho segmentu zleva o r(d) nulových vzorků4, tj. Lmax(1) = r(d), a

postup jeho zpracovánı́ podle algoritmu 8.18. Podobně poslednı́ segment je nutno zprava

prodloužit o r(d) nulových vzorků a zpracovat jej dle algoritmu 8.19. Algoritmy 8.18 a

8.19 jsou malé modifikace algoritmu 8.1 (DTWT).

Lemma 8.13: (o prodlouženı́ prvnı́ho segmentu)

Prvnı́ segment (původnı́ délky s) musı́ být zprava prodloužen o

Pmin(1) = 2
d ceil

( s
2d

)
− s (8.15)

vzorků a má celkovou délku
∑
(1) = r(d) + 2d ceil

(
s
2d

)
.

Důkaz: Zdůvodněnı́ volby levého prodlouženı́Lmax(1) = r(d) bylo uvedeno v předchozı́ch

4to můžeme zdůvodnit jako nutnou délku překryvu s neexistujı́cı́m předchozı́m segmentem
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odstavcı́ch. Celkově má tedy původnı́ segment a jeho levé prodlouženı́ délku l(1) = r(d)+s.

Pak dı́ky tvrzenı́ 8.12 je možno vypočı́tat

Lmax(2) = l(1)− 2d ceil
(
l(1)− r(d)

2d

)
= r(d) + s− 2d ceil

( s
2d

)
(8.16)

a

Pmin(1) = r(d)− Lmax(2) = 2
d ceil

( s
2d

)
− s. (8.17)

Celková délka je tedy Lmax(1) + s+ Pmin(1) = r(d) + 2d ceil
(

s
2d

)
. �

Tvrzenı́ 8.14: Pro délku pravého prodlouženı́ n-tého segmentu, n = 1, 2, . . . , S − 2, platı́

Pmin(n) = 2
d ceil

(ns
2d

)
− ns (8.18)

a pro levé prodlouženı́ (n + 1)-nı́ho segmentu platı́

Lmax(n+ 1) = r(d)− Pmin(n) (8.19)

Důkaz: Matematickou indukcı́ vzhledem k n. Pro n = 1 vztah platı́, jak je evidentnı́

z (8.15). Předpokládejme dále, že (8.18) platı́ pro zvolené n ≥ 1. Pak dı́ky (8.14) a (8.12)

vypočı́táme

Lmax(n+ 1) = r(d)− Pmin(n) (8.20)

l(n+ 1) = s+ Lmax(n + 1) = s+ r(d)− Pmin(n) (8.21)

Lmax(n+ 2) = l(n+ 1)− 2d ceil
(
l(n + 1)− r(d)

2d

)

= s + r(d)− Pmin(n)− 2d ceil
(
s− Pmin(n)

2d

)

= s + r(d)−
[
2d ceil

(ns
2d

)
− ns

]
− 2d ceil

(
s− Pmin(n)

2d

)

= (n+ 1)s+ r(d)− 2d ceil
(ns
2d

)
− 2d ceil

(
s−

[
2d ceil

(
ns
2d

)
− ns

]

2d

)

= (n+ 1)s+ r(d)− 2d ceil
(ns
2d

)
− 2d ceil

(
(n+ 1)s

2d
− ceil

(ns
2d

))

= (n+ 1)s+ r(d)− 2d ceil
(
(n + 1)s

2d

)

Pmin(n+ 1) = r(d)− Lmax(n+ 2) = 2
d ceil

(
(n + 1)s

2d

)
− (n+ 1)s. �
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Poznámka: Ze vzorce (8.18) plyne, že Pmin je periodická vzhledem k s s periodou 2d, tzn.

Pmin(n + 2
d) = Pmin(n). Zároveň z něj plyne, že pokud s je dělitelné 2k, k = 1, 2, . . . , d,

pak perioda Pmin klesá na 2d−k. Speciálně tedy pokud s je dělitelné 2d, perioda Pmin je

1 a délky pravých, resp. levých prodlouženı́ jsou u všech segmentů shodné. Ze vzorce je

rovněž jasné, že délka filtrum na délku periody Pmin nemá žádný vliv, ani na velikost Pmin,

na velikost Lmax ale ano, nebot’ to závisı́ na r(d), viz (8.19). Dále je také jasné, že také
∑
(n)má stejnou periodu jako Pmin a také, že

∑
(n) je na délce filtru také závislá, viz např.

(8.23). Všechny tyto zákonitosti je možné vidět v tabulce 8.3.

Lemma 8.15: (celková délka segmentu)

V pořadı́ n-tý segment (původnı́ délky s) má po prodlouženı́ délku

∑
(n) = r(d) + 2d

[
ceil

(ns
2d

)
− ceil

(
(n− 1)s
2d

)]
. (8.22)

Tento výraz může nabývat pouze dvou hodnot, a to bud’

r(d) + 2d ceil
( s
2d

)
nebo r(d) + 2d ceil

( s
2d

)
− 2d. (8.23)

Důkaz: Délka n-tého segmentu je

∑
(n) = Lmax(n) + s+ Pmin(n)

= r(d)− Pmin(n− 1) + s + Pmin(n)

pro n = 1, 2, . . ., přičemž ustanovı́me Pmin(0) = 0. Uvedený výraz můžeme dále rozepsat

podle (8.18) jako

∑
(n) = r(d)− 2d ceil

(
(n−1)s
2d

)
+ (n− 1)s+ s+ 2d ceil

(
ns
2d

)
− ns

= r(d) + 2d
[
ceil

(
ns
2d

)
− ceil

(
(n−1)s
2d

)]
.

(8.24)

Označme výraz v hranaté závorce jako z(n, s, d). Tento výraz může nabývat různých hodnot

v závislosti na dělitelnosti čı́sel s, ns, (n− 1)s čı́slem 2d. Omezı́me se pouze na důkaz, že

tyto hodnoty jsou pouze dvě: Protože platı́

ns

2d
≤ ceil

(
ns
2d

)
<

ns

2d
+ 1

(n− 1)s
2d

≤ ceil
(
(n−1)s
2d

)
<

(n− 1)s
2d

+ 1,
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s n 1 2 3 4 5 6 7 8 9 10 11 12 13 . . .

512 Lmax(n) 105 105 105 105 105 105 105 105 105 105 105 105 105 . . .

Pmin(n) 0 0 0 0 0 0 0 0 0 0 0 0 0 . . .∑
(n) 617 617 617 617 617 617 617 617 617 617 617 617 617 . . .

513 Lmax(n) 105 98 99 100 101 102 103 104 105 98 99 100 101 . . .

Pmin(n) 7 6 5 4 3 2 1 0 7 6 5 4 3 . . .∑
(n) 625 617 617 617 617 617 617 617 625 617 617 617 617 . . .

514 Lmax(n) 105 99 101 103 105 99 101 103 105 99 101 103 105 . . .

Pmin(n) 6 4 2 0 6 4 2 0 6 4 2 0 6 . . .∑
(n) 625 617 617 617 625 617 617 617 625 617 617 617 625 . . .

515 Lmax(n) 105 100 103 98 101 104 99 102 105 100 103 98 101 . . .

Pmin(n) 5 2 7 4 1 6 3 0 5 2 7 4 1 . . .∑
(n) 625 617 625 617 617 625 617 617 625 617 625 617 617 . . .

516 Lmax(n) 105 101 105 101 105 101 105 101 105 101 105 101 105 . . .

Pmin(n) 4 0 4 0 4 0 4 0 4 0 4 0 4 . . .∑
(n) 625 617 625 617 625 617 625 617 625 617 625 617 625 . . .

517 Lmax(n) 105 102 99 104 101 98 103 100 105 102 99 104 101 . . .

Pmin(n) 3 6 1 4 7 2 5 0 3 6 1 4 7 . . .∑
(n) 625 625 617 625 625 617 625 617 625 625 617 625 625 . . .

518 Lmax(n) 105 103 101 99 105 103 101 99 105 103 101 99 105 . . .

Pmin(n) 2 4 6 0 2 4 6 0 2 4 6 0 2 . . .∑
(n) 625 625 625 617 625 625 625 617 625 625 625 617 625 . . .

519 Lmax(n) 105 104 103 102 101 100 99 98 105 104 103 102 101 . . .

Pmin(n) 1 2 3 4 5 6 7 0 1 2 3 4 5 . . .∑
(n) 625 625 625 625 625 625 625 617 625 625 625 625 625 . . .

520 Lmax(n) 105 105 105 105 105 105 105 105 105 105 105 105 105 . . .

Pmin(n) 0 0 0 0 0 0 0 0 0 0 0 0 0 . . .∑
(n) 625 625 625 625 625 625 625 625 625 625 625 625 625 . . .

521 Lmax(n) 105 98 99 100 101 102 103 104 105 98 99 100 101 . . .

Pmin(n) 7 6 5 4 3 2 1 0 7 6 5 4 3 . . .∑
(n) 633 625 625 625 625 625 625 625 633 625 625 625 625 . . .

522 Lmax(n) 105 99 101 103 105 99 101 103 105 99 101 103 105 . . .

Pmin(n) 6 4 2 0 6 4 2 0 6 4 2 0 6 . . .∑
(n) 633 625 625 625 633 625 625 625 633 625 625 625 633 . . .

523 Lmax(n) 105 100 103 98 101 104 99 102 105 100 103 98 101 . . .

Pmin(n) 5 2 7 4 1 6 3 0 5 2 7 4 1 . . .∑
(n) 633 625 633 625 625 633 625 625 633 625 633 625 625 . . .

524 Lmax(n) 105 101 105 101 105 101 105 101 105 101 105 101 105 . . .

Pmin(n) 4 0 4 0 4 0 4 0 4 0 4 0 4 . . .∑
(n) 633 625 633 625 633 625 633 625 633 625 633 625 633 . . .

Tab. 8.3: Velikosti prodlouženı́ segmentů pro různé délky segmentů s při hloubce dekompozice

d = 3 a délce filtru m = 16. Z tabulky je patrná periodicita levých a pravých prodlouženı́ a

tı́m také táž periodicita celkové délky prodlouženého segmentu.
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platı́ pro z(n, s, d):
s

2d
− 1 < z(n, s, d) <

s

2d
+ 1, (8.25)

a protože z(n, s, d) ∈ Z, může nabývat pouze hodnoty ceil
(

s
2d

)
nebo ceil

(
s
2d

)
− 1. Dosa-

zenı́m z(n, s, d) zpět do rovnice (8.24) zı́skáváme druhou část tvrzenı́. �

Zákonitosti uvedené v tomto lemmatu jsou rovněž patrné v tabulce 8.3.

8.3.1 Algoritmus SegWT

V tomto oddı́lu navazujeme na předchozı́ úvahy uvedenı́m samotného algoritmu SegWT.

Algoritmus pracuje tak, že postupně načı́tá (přijı́má) segmenty vstupnı́ho signálu, vhodným

způsobem je prodlužuje – dalo by se řı́ct navzájem překrývá, z těchto prodloužených

segmentů pak počı́tá modifikovaným způsobem waveletové koeficienty, které nakonec

jednoduchým způsobem spojuje dohromady. S prvnı́m a poslednı́m segmentem, jak již

bylo vysvětleno výše, musı́ algoritmus zacházet odlišně od ostatnı́ch segmentů.

Algoritmus 8.16: Jsou dány waveletové filtry g,h délky m, hloubka dekompozice d a typ

prodlouženı́ na okrajı́ch signálu. Dále jsou dány segmenty délky s > 0 vstupnı́ho signálu

x, které označı́me 1x,2x,3x, . . .. Poslednı́ segment může mı́t délku menšı́ než s.

1. Nastavı́me N = 1.

2. Načteme prvnı́ segment vstupnı́ho signálu, 1x, a označı́me jej za „aktuálnı́ “. Prodlou-

žı́me jej zleva o r(d) nulových vzorků.

3. Pokud prvnı́ segment je zároveň poslednı́m

(a) Jde o klasickou waveletovou transformaci. Vypočı́táme DTWT tohoto jediného

segmentu algoritmem 8.1.

(b) Algoritmus končı́.

4. Načteme (N + 1)-nı́ segment a označı́me ho za „následujı́cı́“.

5. Pokud tento segment je poslednı́m segmentem

(a) Spojı́me aktuálnı́ a následujı́cı́ segment dohromady a označı́me tento vektor

jako aktuálnı́. (Aktuálnı́ se tedy stává poslednı́m.)

(b) Prodloužı́me aktuálnı́ vektor zprava o r(d) nulových vzorků.
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(c) Vypočı́táme DTWT hloubky d z prodlouženého aktuálnı́ho segmentu podle

algoritmu 8.19.

Jinak

(d) Spočı́táme Lmax pro následujı́cı́ segment a Pmin pro aktuálnı́ segment (viz

tvrzenı́ 8.12).

(e) Prodloužı́me aktuálnı́ segment zprava o Pmin vzorků z následujı́cı́ho segmentu.

Prodloužı́me následujı́cı́ segment zleva o Lmax vzorků z aktuálnı́ho segmentu.

(f) Pokud aktuálnı́ segment je prvnı́ segment, vypočı́táme DTWT hloubky d

z prodlouženého aktuálnı́ho segmentu podle algoritmu 8.18. Jinak vypočı́táme

DTWT hloubky d z prodlouženého aktuálnı́ho segmentu podle algoritmu 8.17.

6. Upravı́me jednotlivé vektory s vypočtenými waveletovými koeficienty tak, že odstra-

nı́me zleva určitý počet redundantnı́ch (přebytečných) koeficientů, konkrétně takto:

v k-té úrovni, k = 1, 2, . . . , d− 1 odstranı́me zleva r(d− k) koeficientů.

7. Pokud je aktuálnı́ segment poslednı́m, pak stejným způsobem jako v předchozı́m

bodu odstranı́me redundantnı́ koeficienty, tentokrát však zprava.

8. Výsledek uložı́me jako Na(d),Nd(d),Nd(d−1), . . . ,Nd(1).

9. Pokud aktuálnı́ segment nenı́ poslednı́m

(a) Označı́me následujı́cı́ segment jako aktuálnı́.

(b) Zvýšı́me N o 1 a vrátı́me se na bod 4.

Schématický diagram algoritmu je na obrázku 8.7.

Poznámky:

1. Pokud vstupnı́ signál byl rozdělen na S > 1 segmentů, pak výstupem algoritmu je

celkem (S − 1)(d+ 1) vektorů s waveletovými koeficienty:

{ ia(d), id(d), id(d−1), . . . ,id(1)}S−1
i=1 .

Čı́slo (S − 1) je zde proto, že poslednı́ dva segmenty jsou v algoritmu vždy počı́tány

jako jeden segment.
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posledni=1
neano

nasledujici=posledni
neano

prodlouzeni zprava

DTWT algoritmem 1

DTWT algoritmem 19

prodlouzeni
o Pmin zprava
o Lmax zleva

vypocet Lmax, Pmin
pro aktualni

aktualni=prvni
neano

DTWT algoritmem 18

odstraneni redundantnich
koeficientu zleva

odstraneni redundantnich
koeficientu zprava

ulozeni mezivysledku

aktualni=posledni
neano

aktualni=posledni
neano

aktualni:=nasledujici

N:=N+1

N:=1

aktualni:=N

nasledujici:=N+1

aktualni:=
aktualni+nasledujici

DTWT algoritmem 17

prodlouzeni zleva

Obr. 8.7: Vývojové schéma algoritmu 8.16.
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Spojı́me-li tyto vektory dohromady, tzn. za sebe seřadı́me vektory aproximačnı́ch

koeficientů 1a(d),2a(d), . . . ,S−1a(d) a obdobně seřadı́me vektory všech detailnı́ch ko-

eficientů na stejné úrovni dekompozice, dostáváme tı́m soubor d + 1 vektorů, které

jsou totožné s waveletovými koeficienty signálu x.

2. Ad 5(a): sloučenı́ poslednı́ch dvou segmentů do jednoho je nutné udělat, nebot’

nemáme jistotu, že poslednı́ segment je dostatečně dlouhý , aby z něj bylo možné

vypočı́tat alespoň jeden waveletový koeficient hloubky d.

Dále uvádı́me „vnitřnı́“ algoritmy metody SegWT, na které se odvolává „hlavnı́“ algoritmus

8.16.

Algoritmus 8.17: Tento algoritmus je totožný s algoritmem 8.1, s tou výjimkou, že zde

neprovádı́me krok 2(a), tj. prodlužovánı́ vektoru.

Vynechánı́ kroku 2(a) je záměrem, nebot’dostatečné prodlouženı́ (celkové délky
∑
(n)

namı́sto (m − 1)) se v algoritmu 8.16 provede již před aplikacı́ výpočtu transformace na

prodloužený segment. Vyseknutı́ užitečné části koeficientů je v algoritmu SegWT imple-

mentováno až později, v obecnějšı́ podobě, v kroku 6.

Následujı́cı́ dva algoritmy využı́váme pro zpracovánı́ prvnı́ho, resp. poslednı́ho seg-

mentu. Zajišt’ujı́, aby tyto segmenty byly zpracovány včetně zvoleného typu prodlouženı́ na

okrajı́ch signálu. Protože toto prodlouženı́ je nutné provést v každé úrovni dekompozice,

využı́váme algoritmu 8.1, kde modifikujeme krok 2(a), který se týká právě prodlouženı́:

Algoritmus 8.18: Algoritmus je totožný s algoritmem 8.1, s tou výjimkou, že v tomto

algoritmu nahradı́me krok 2(a) krokem:

„Změnı́me koeficienty vektoru a(j) na pozicı́ch r(d− j)−m+2, . . . , r(d− j),

tak, jak to odpovı́dá typu prodlouženı́.“

Algoritmus 8.19: Algoritmus je totožný s algoritmem 8.1, s tou výjimkou, že v tomto

algoritmu nahradı́me krok 2(a) krokem:

„Změnı́me koeficienty vektoru a(j) na pozicı́ch r(d− j)−m+2, . . . , r(d− j),

nynı́ ale počı́taných z pravé strany a(j), tak, jak to odpovı́dá typu prodlouženı́.“

Poznámka: Při určovánı́, které koeficienty změnit v přı́padě algoritmu 8.19, nevı́me pře-

dem, jak dlouhý bude poslednı́ sloučený segment včetně prodlouženı́. Kvůli tomu počı́táme

83



v algoritmu 8.19 indexy koeficientů, které máme měnit, z pravé strany.

8.3.2 Důsledky a omezenı́ algoritmu SegWT

V tomto oddı́lu bude odvozeno, kolik koeficientů jsme schopni z každého segmentu vypo-

čı́tat metodou SegWT a dále bude odvozena minimálnı́ délka segmentu.

V následujı́cı́ch dvou tvrzenı́ch předpokládáme, že vstupnı́ signál zpracováváme algo-

ritmem 8.17. Ve všech tvrzenı́ch pak uvažujeme libovolnou délku prodlouženı́, jednoduše

řečeno, dovolujeme si prodloužit vstupnı́ signál x = a(0) z pravé a z levé strany o libovolný

počet vzorků.

Lemma 8.20: Necht’ x̃ je nějaké prodlouženı́ vstupnı́ho vektoru x. Pak působnost n-tého

waveletového koeficientu v řadě z k-té úrovně, pokud takový lze z x̃ vypočı́tat, začı́ná ve

vektoru x̃ na pozici (vzorku) 2kn a končı́ na pozici [2kn + (2k − 1)(m− 1)].
Důkaz: Pro n = 1, tzn. pro prvnı́ koeficient v k-té úrovni začı́ná působnost v prodlouženém

signálu x̃ dı́ky sudé decimaci na pozici 2k. Obecně působnost n-tého začı́ná v x̃ na pozici

2k + 2k(n − 1) = 2kn. Konec působnosti pak určı́me jednoduše s využitı́m důsledku 8.5

jako [2kn + p1(k)− 1] = 2kn + (2k − 1)(m− 1). �

Lemma 8.21: Necht’ x̃ je nějaké prodlouženı́ vstupnı́ho vektoru x. Necht’ l je délka x̃. Pak

z takto prodlouženého vektoru x je možno vypočı́tat nejvýše qmax waveletových koeficientů

úrovně k, kde qmax je největšı́ q ∈ {0, 1, 2, . . .}, splňujı́cı́ nerovnost

q ≤ 2−kl + (2−k − 1)(m− 1). (8.26)

Důkaz: Z lemmatu 8.20 vı́me, že v k-té úrovni působnost q-tého waveletového koeficientu

v řadě končı́ v prodlouženém signálu x̃ na pozici [2kq+(2k−1)(m−1)]. Stačı́ tedy spočı́tat,

pro jaké nejvyššı́ q je splněna nerovnost

2kq + (2k − 1)(m− 1) ≤ l

2kq ≤ l − (2k − 1)(m− 1)

q ≤ 2−k[l − (2k − 1)(m− 1)]

q ≤ 2−kl + (2−k − 1)(m− 1). �
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Důkaz lemmatu 8.8: Provedenı́ algoritmu DTWT (algoritmus 8.1) o hloubce k na signálu

x o délce v odpovı́dá provedenı́ algoritmu 8.17 na signálu x̃, který je z x vytvořen prodlou-

ženı́m zleva i zprava o r(k) vzorků. V lemmatu 8.8 jde pouze o počet koeficientů, nikoliv

o jejich hodnoty, proto můžeme nynı́ zanedbat typ prodlouženı́ okrajů signálu. Proto počet

koeficientů zı́skaných algoritmem 8.1 zı́skáme užitı́m lemmatu 8.21 s volbou l = v+2 r(k).

Počet koeficientů je pak nejvyššı́ přirozené q splňujı́cı́

q ≤ 2−k[v + 2r(k)] + (2−k − 1)(m− 1)

q ≤ 2−k[v + 2(2k − 1)(m− 1)] + (2−k − 1)(m− 1)

q ≤ 2−kv + 2−k+1(2k − 1)(m− 1) + (2−k − 1)(m− 1)

q ≤ 2−kv + (m− 1)[2−k+1(2k − 1) + (2−k − 1)]

q ≤ 2−kv − (m− 1)(2−k − 1),

což je právě čı́slo floor
(
2−kv − (2−k − 1)(m− 1)

)
. �

Tvrzenı́ 8.22: Necht’ je dána hloubka dekompozice d a necht’ ñx je prodlouženı́ n-tého

segmentu nx původnı́ délky s. Pak ze segmentu x vypočı́táme algoritmem 8.17

qmax(n) =





ceil
( s
2d

)
pro

∑
(n) = r(d) + 2d ceil

( s
2d

)

ceil
( s
2d

)
− 1 pro

∑
(n) = r(d) + 2d ceil

( s
2d

)
− 2d

(8.27)

waveletových koeficientů úrovně d.

Důkaz: Užitı́m lemmatu 8.21 při volbě k = d a dosazenı́m l =
∑
(n) = r(d)+2d ceil

(
s
2d

)
:

q ≤ 2−dl + (2−d − 1)(m− 1)

q ≤ 2−dr(d) + ceil
( s
2d

)
+ (2−d − 1)(m− 1)

q ≤ 2−d(2d − 1)(m− 1) + ceil
( s
2d

)
+ (2−d − 1)(m− 1)

q ≤ [2−d(2d − 1) + (2−d − 1)](m− 1) + ceil
( s
2d

)

q ≤ ceil
( s
2d

)

Největšı́ přirozené q splňujı́cı́ tuto nerovnost je zřejmě qmax = ceil
(

s
2d

)
.

V přı́padě kratšı́ho segmentu, l =
∑
(n) = r(d) + 2d ceil

(
s
2d

)
− 2d, vyjde analogickým

postupem qmax = ceil
(

s
2d

)
− 1. �
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Jako přirozený se jevı́ požadavek, aby z každého segmentu bylo možné vypočı́tat

alespoň jeden waveletový koeficient maximálnı́ hloubky. To vede na následujı́cı́ tvrzenı́.

Důsledek 8.23: (minimálnı́ délka segmentu)

Necht’je dána hloubka dekompozice d. Za předpokladu S > 2d + 1 musı́ délka neprodlou-

ženého segmentu, s, splňovat podmı́nku s > 2d.

Důkaz: Za předpokladu S > 2d + 1 jistě nastane v průběhu algoritmu 8.16 situace, že

budeme zpracovávat segment o délce včetně prodlouženı́
∑
= r(d) + 2d ceil

(
s
2d

)
− 2d,

viz (8.23). Tvrzenı́ 8.22 řı́ká, kolik koeficientů jsme z tohoto segmentu schopni vypočı́tat.

Pro toto čı́slo qmax přirozeně požadujeme

qmax ≥ 1

ceil
( s
2d

)
− 1 ≥ 1

s

2d
> 1

s > 2d. �

Poznámky:

1. V přı́padě S ≤ 2d + 1 nemáme jistotu, že budeme v průběhu algoritmu pracovat se

segmentem o celkové délce
∑
= r(d) + 2d ceil

(
s
2d

)
− 2d.

2. Všimněme si, že minimálnı́ délka segmentu nezávisı́ na délce waveletového filtru m.

Co se týká zpožděnı́, z popisu algoritmu 8.16 je zřejmé, že ve chvı́li, kdy je znám segment

čı́slo n a Pmin koeficientů segmentu čı́slo n+1, je možno vypočı́tat waveletové koeficienty

přı́slušejı́cı́ segmentu n. Vzhledem k tomu, že algoritmus SegWT vycházı́ z předpokladu

segmentového zpracovánı́ signálu, to znamená, že zpožděnı́ algoritmu SegWT je jeden

segment (tzn. s přı́chozı́ch vzorků) plus čas potřebný na výpočet waveletových koeficientů

z aktuálnı́ho segmentu. Ovšem ve speciálnı́m přı́padě, kdy s je dělitelné čı́slem 2d, však

platı́ dokonce Pmin(n) = 0 pro všechna n ∈ N (viz tvrzenı́ 8.14), a to znamená, že zpožděnı́

algoritmu je determinováno pouze délkou výpočtu!

Algoritmus 8.16 byl vyvinut i k obecnějšı́mu použitı́ pro nestejnou délku segmentů.

V tomto přı́padě samozřejmě ztrácı́me některé informace, které jsme v přı́padě shodné délky

segmentů mohli vypočı́tat předem a využı́t pak pro zrychlenı́ algoritmu; např. ztrácı́me

periodicitu levých a pravých prodlouženı́ segmentů.
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Vzhledem k tomu, že základnı́ krok transformace typu wavelet packet je totožný se

základnı́m krokem klasické waveletové transformace, je zřejmé, že algoritmus je možno

téměř bez úprav využı́t i pro tento typ transformace.

8.3.3 Algoritmus SegWT při prodlouženı́ typu „zero padding“

Jak bylo uvedeno, při waveletové transformaci hraje důležitou úlohu typ prodlouženı́ okrajů

signálu. Ve speciálnı́m přı́padě tzv. zero padding neboli prodlouženı́ nulami je možné algo-

ritmus 8.16 výrazně zjednodušit. Schéma upraveného algoritmu je uvedeno na obrázku 8.8.

Zjednodušenı́ je umožněno tı́m, že při transformaci okrajových segmentů signálu pro-

vádı́me pouze prodlouženı́ pouze nulami. Dı́ky tomu v algoritmu z obr. 8.8 již nenı́ třeba

využı́vat výpočty pomocı́ algoritmů 8.1, 8.18, 8.19, ale pouze pomocı́ jediného algo-

ritmu 8.17.

Uvedený algoritmus je implementován ve funkci segwt.m, která je k nalezenı́ na při-

loženém médiu. Tato funkce na základě parametrů s a d provede waveletovou transformaci

signálu po segmentech a na výstupu dává stejné vektory waveletových koeficientů, jaké

bychom vypočı́tali klasickým dekompozičnı́m pyramidovým algoritmem při prodlouženı́

„zero padding“5.

8.4 Závěr

Obsahem této kapitoly je algoritmus, který umožňuje provádět waveletovou transformaci

diskrétnı́ch signálů v reálném čase. Algoritmus pracuje na principu určenı́ optimálnı́ způ-

sobu překrývánı́ signálových segmentů a následném provedenı́ modifikovaného transfor-

mačnı́ho postupu.

Uved’me na závěr ještě několik poznámek ohledně možného budoucı́ho vylepšenı́ před-

staveného algoritmu.

Vzhledem k výše uvedené nevýhodě redundance vypočtených koeficientů se nabı́zı́

možnost pokusit se tuto redundanci odstranit. V principu by šlo o to, neprodlužovat v úrovni

k = 0 segment o r(d) vzorků, nýbrž namı́sto toho v každé úrovni (k = 0, . . . , d− 1) pouze

5ve Wavelet Toolboxu Matlabu do tohoto módu přejdeme přı́kazem dwtmode(’zpd’)
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posledni=1
neano

nasledujici=posledni
neano

prodlouzeni zprava

prodlouzeni
o Pmin zprava
o Lmax zleva

vypocet Lmax, Pmin
pro aktualni

aktualni=posledni
neano

N:=1

aktualni:=N

nasledujici:=N

aktualni:=
aktualni+nasledujici

prodlouzeni zleva

DTWT algoritmem 17

DTWT algoritmem 17

odstraneni redundantnich
koeficientu zleva

aktualni:=nasledujici

odstraneni redundantnich
koeficientu zprava

odstraneni redundantnich
koeficientu zleva

odstraneni redundantnich
koeficientu zprava

prodlouzeni zprava

ulozeni mezivysledku

N:=N+1

Obr. 8.8: Schéma algoritmu SegWT při prodlouženı́ nulovými hodnotami („zero padding“).
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o nutných (m− 1) vzorků, resp. koeficientů. Toto sice snı́žı́ celkovou výpočetnı́ náročnost

algoritmu, nicméně tento přı́stup má také své nevýhody, a to jednak, že algoritmus nutně

zesložitı́, a dále, že vzroste pamět’ová náročnost algoritmu, nebot’vypočtené koeficienty si

musı́ algoritmus „zapamatovat“ do doby zpracovánı́ dalšı́ho segmentu.

Pokud bychom netrvali na prováděnı́ algoritmu v reálném čase, ale kritériem optimality

by zůstala naprostá eliminace redundantnı́ch výpočtů, lze metodu použı́t iterativně pokaždé

pouze s hloubkou d = 1; poté, co po segmentech vypočı́táme waveletové koeficienty prvnı́

úrovně, opakujeme segmentovanou metodu na těchto koeficientech atd., až se dostaneme do

původně požadované hloubky dekompozice. Tı́m vlastně napodobujeme chovánı́ Mallatova

algoritmu, přičemž hospodárně využı́váme pamět’ové prostředky.

V budoucnu je třeba pro úplnost doplnit algoritmus, který je schopen po segmentech

provádět také inverznı́ waveletovou transformaci. Po základnı́ch úvahách se zdá, že tento

úkol zdaleka nebude tak komplikovaný, nebot’ již bude možné využı́t aparátu uvedeného

v této kapitole. Po odvozenı́ tohoto algoritmu bude pak možno skutečně zpracovávat signál

modifikacı́ jeho waveletových koeficientů v reálném čase.

Pro budoucnost se rovněž nabı́zı́ šance zobecnit algoritmus SegWT také pro biortogo-

nálnı́ wavelety6 a pro obecnějšı́ způsoby decimace [19, 30].

6algoritmus umožňuje použitı́ libovolné, tedy i liché délky filtru m, takže v tomto smyslu je SegWT pro

biortogonálnı́ wavelety připraven
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Závěr

V dizertačnı́ práci byla prezentována metoda potlačovánı́ šumu obsaženého v signálu

pomocı́ waveletové transformace a některé jejı́ modifikace provedené za účelem zlepšenı́

separačnı́ch vlastnostı́. Rovněž byla uvedena nová metoda tzv. segmentované waveletové

transformace.

Po uvedenı́ do problematiky a stanovenı́ cı́lů dizertačnı́ práce byly v kapitolách 4 a 5

uvedeny základy waveletové analýzy a teorie tzv. waveletových paketů, pomocı́ nichž lze

nalézt „nejlepšı́“ bázi, která nejvı́ce odpovı́dá konkrétnı́mu analyzovanému signálu.

Těžiště vědeckého přı́nosu práce tvořı́ kapitoly 6 a 8.

V kapitole 6 byl vysvětlen známý princip waveletového odšumovánı́ signálů a byly uve-

deny použı́vané prahovacı́ techniky včetně jejich statistických vlastnostı́ (pomocı́ analýzy

tzv. vychýlenı́, rozptylu a rizikové funkce) a tyto vlastnosti byly porovnány. Srovnánı́m

dvou hlavnı́ch typů prahovánı́, tvrdého a měkkého, byly vyvozeny závěry, že tvrdé pra-

hovánı́ hůře potlačuje šum, ale lépe zachovává rychlé změny v signálu (skoky a špičky),

zatı́mco měkké prahovánı́ je velmi úspěšné při potlačovánı́ šumu, ale má tendenci „přehla-

dit“ skoky a špičky (např. v obraze se jedná o hrany objektů). Vı́c než jen kompromis tvořı́

poloměkké prahovánı́, které má při správné volbě dvou parametrů nejnižšı́ riziko chyby.

Ovšem dva parametry metody zároveň tvořı́ velkou nevýhodu oproti jiným metodám, které

pracujı́ pouze s parametrem jednı́m. Dalšı́ uvedené metody, a to nezáporná garota a hyper-

bolické prahovánı́, se snažı́ tuto diskvalifikaci změnit. Pracujı́ pouze s jednı́m parametrem,

avšak ve statistickém smyslu nedosahujı́ takové kvality jako poloměkké prahovánı́.

Toto srovnánı́ prahovacı́ch pravidel pomocı́ matematické statistiky se nám podařilo

publikovat na významných zahraničnı́ch konferencı́ch [58, 65, 66], na tuzemských konfe-

rencı́ch [59, 60], odborných seminářı́ch [70] a také v řadě výzkumných zpráv.

Na základě testovánı́ waveletových metod na řečových signálech (kap. 7) se ukázalo,

že waveletové potlačovánı́ šumu vykazuje při správně nastavených parametrech velmi

dobré výsledky, zejména při hodnotách SNR přesahujı́cı́ch 0dB. V objektivnı́m i subjek-

tivnı́m srovnánı́ přitom metoda nejlepšı́ báze waveletového paketu (WP) předčila metodu

prahovánı́ v klasické waveletové transformaci (WT), ovšem za cenu zvýšenı́ výpočetnı́
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náročnosti. Nahrávky separované pomocı́ WP obsahujı́ mnohem méně rušivých vjemů a

jsou srozumitelnějšı́. V rozsahu SNR od ∞ přibližně do 3 dB se jako nejvhodnějšı́ pro

řečový signál jevı́ hyperbolické prahovacı́ pravidlo. Pro nižšı́ odstup signálu od šumu je pak

vhodnějšı́ použı́t tvrdé prahovánı́ – přes všechny rušivé artefakty poskytuje nejlepšı́ srozu-

mitelnost. V navazujı́cı́m výzkumu bude vhodné implementovat také algoritmus nalezenı́

optimálnı́ch prahů λ1, λ2 pro poloměkké prahovánı́.

Praktickým testovánı́m se potvrdily závěry teoretické analýzy kapitoly 6, že měkké

prahovánı́ nejlépe potlačuje šum na úkor zachovánı́ detailů, a tvrdé prahovánı́ naopak

rychlé změny v signálu zachovává při současné nižšı́ mı́ře účinnosti separace. Měkké

prahovánı́ se však ukázalo být nevhodným pro řečový signál, nebot’potlačuje složky řeči,

které jsou podstatné pro jejı́ srozumitelnost.

V kapitole 8 byla prezentována zcela nová metoda segmentované waveletové transfor-

mace, SegWT, která umožňuje zpracovávat signál po segmentech zvolené délky, a tudı́ž

umožňuje jakýkoliv typ waveletového zpracovánı́ signálů v reálném čase. To má velký

význam pro budoucı́ vývoj v širokém spektru aplikacı́, jako např. pro separaci řeči a šumu

při komunikaci v reálném čase, zpracovánı́ hudebnı́ch signálů pomocı́ systému plug-in

modulů nebo pro modulace waveletového typu, které se experimentálně začı́najı́ použı́vat

v systémech ADSL a SDR7.

Vývoj metody SegWT započal v řı́jnu roku 2003 a současná verze algoritmu vznikla

v květnu 2004, a to je důvodem, proč tato část práce zatı́m nebyla publikována. Stručný

popis metody bude prezentován ve sbornı́ku [69] a rozšı́řenou verzi na některé významné

konferenci nebo v mezinárodnı́m časopise.

V rámci dizertačnı́ práce byl rovněž vytvořen programový balı́k ThreshLab pro prostředı́

MATLAB. Tento balı́k obsahuje funkce pro zpracovánı́ signálů pomocı́ prahovánı́, pro

numerickou i grafickou analýzu prahovacı́ch pravidel, pro provedenı́ a zobrazenı́ MRA atd.

V budoucı́m výzkumu bude vhodné se zaměřit, jako pokračovánı́ této dizertačnı́ práce,

na metody obecného návrhu waveletových bazı́ [56], na tzv. frejmy (frames) [9], biorto-

gonálnı́ systémy [40], nebo dokonce na reprezentaci signálu v neúplných systémech [47].

Předmětem zájmu by mohlo být také přenesenı́ waveletových metod separace na směsi

7Software-defined Radio, systém, kdy veškeré zpracovánı́ signálu pro jeho vysı́lánı́ a přijı́mánı́ probı́há

softwarovými prostředky, at’už v počı́tači nebo např. na signálovém procesoru
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signálu se šumem, který již nemá gaussovské rozdělenı́ (barevné šumy apod.). Rovněž

hodláme optimalizovat algoritmus SegWT, jelikož, jak bylo uvedeno v závěru kapitoly 8,

jeho současná verze obsahuje duplicitu výpočtů na přechodech jednotlivých segmentů.
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Přı́lohy

A Důkazy tvrzenı́

Důkaz tvrzenı́ 6.1: Ukážeme, že součet rozptylu a kvadrátu výchylky je rizikovou funkcı́:

Vλ(b) + [Mλ(b)− b]2 = E[δ(D)−Mλ(b)]
2 + [Mλ(b)− b]2 =

= E[δ(D)]2 − 2Mλ(b) Eδ(D) + [Mλ(b)]
2 + [Mλ(b)]

2 − 2bMλ(b) + b
2 =

= E[δ(D)]2 − 2 [Mλ(b)]
2 + 2[Mλ(b)]

2 − 2bMλ(b) + b
2 =

= E[δ(D)]2 − 2bMλ(b) + b
2 = E[δ(D)]2 − 2bEδ(D) + b2 =

= E[δ(D)− b]2 = Rλ(b). �

Důkaz tvrzenı́ 6.2: Necht’X ∼ N(b, 1) a Y = δ(X, λ) je transformovaná náhodná veličina.

Všechny vzorce lze odvodit přı́mým výpočtem z definice střednı́ hodnoty EY , rozptylu

varY = E(Y − EY )2 a rizika E(Y − b)2.

Dále ukážeme odvozenı́ např. vztahu pro střednı́ hodnotu tvrdého prahovánı́ Mhλ(b).

Vzorce pro hyperbolické prahovánı́ jsou uvedeny zvlášt v přı́loze B. EY = Mhλ(b) vypočı́-

táme jako

EY = E(Y χ{x| |x|≤λ} + Y χ{x| |x|>λ}) = E(Y χ{x| |x|≤λ}) + E(Y χ{x| |x|>λ})

= E(Y χ{x| |x|>λ}) = E(Xχ{x| |x|>λ})

=

∫ ∞

−∞
xϕ(x− b) dx−

∫ λ

−λ

xϕ(x− b) dx

=

∫ ∞

−∞
(x+ b)ϕ(x) dx−

∫ λ−b

−λ−b

(x+ b)ϕ(x) dx.

Prvnı́ integrál
∫ ∞

−∞
(x+ b)ϕ(x) dx =

∫ ∞

−∞
xϕ(x) dx+ b

∫ ∞

−∞
ϕ(x) dx = 0 + b · 1 = b

a druhý integrál
∫ λ−b

−λ−b

(x+ b)ϕ(x) dx =

∫ λ−b

−λ−b

xϕ(x) dx+ b

∫ λ−b

−λ−b

ϕ(x) dx
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= −
∫ λ−b

−λ−b

dϕ(x)

dx
dx+ b [Φ(x)]λ−b

−λ−b = − [ϕ(x)]λ−b
−λ−b + b [Φ(x)]

λ−b
−λ−b

= − [ϕ(λ− b)− ϕ(−λ− b)] + b [Φ(λ− b)− Φ(−λ− b)]

= [ϕ(λ+ b)− ϕ(λ− b)] + b [Φ(λ− b)− 1 + Φ(λ + b)]

s využitı́m dϕ(x)
dx
= −xϕ(x), Φ(−x) = 1− Φ(x) a ϕ(−x) = ϕ(x). Pak EY je dohromady

rovno

EY = b+ b[1− Φ(λ− b)− Φ(λ + b)] + ϕ(λ− b)− ϕ(λ+ b).

Obdobně ostatnı́ výpočty vedou na (již složitějšı́) integrály obsahujı́cı́ standardizované

normálnı́ rozloženı́, z nichž některé (nezáporná garota, hyperbolické prahovánı́) ani nemajı́

analytický tvar a musejı́ být vypočı́tány iterativně numericky. �

Důkaz tvrzenı́ 6.7: Platnost bodu 1. je zřejmá a následujı́cı́ body z něj plynou takto:

2. Mλ(b) = E[δ(D, λ)] = σE[δ
(

D
σ
, λ

σ

)
] = σMλ/σ

(
b
σ

)
,

3. Vλ(b) = var[δ(D, λ)] = σ
2 var[δ

(
D
σ
, λ

σ

)
] = σ2Vλ/σ

(
b
σ

)
,

4. Rλ(b) = Vλ(b) + [Mλ(b)− b]2 = σ2Vλ/σ

(
b
σ

)
+
[
σMλ/σ

(
b
σ

)
− b
]2
=

= σ2
{
Vλ/σ

(
b
σ

)
+
[
Mλ/σ

(
b
σ

)
− b

σ

]2}
= σ2Rλ/σ

(
b
σ

)
s využitı́m 2. a 3. �
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B Odvozenı́Mhyλ (b),V
hy
λ (b),R

hy
λ (b) pro hyperbolické

prahovánı́

Při výpočtu statistických charakteristik hyperbolického prahovánı́ vycházı́me jako u ostat-

nı́ch pravidel (viz důkaz tvrzenı́ 6.2) přı́mo z definice střednı́ hodnoty a rozptylu transfor-

mované náhodné veličiny. Střednı́ hodnota

Mhyλ (b) = E[δhy(X, λ)] = EY =

= E(Y χ{x| |x|≤λ}) + E(Y χ{x| |x|>λ})

= E(Y χ{x| |x|>λ}) = E
[
sgn(X)

√
X2 − λ2 χ{x| |x|>λ}

]

=

∫ ∞

λ

√
x2 − λ2 ϕ(x− b) dx −

∫ −λ

−∞

√
x2 − λ2 ϕ(x− b) dx

=

∫ ∞

λ

√
x2 − λ2 ϕ(x− b) dx +

∫ λ

∞

√
x2 − λ2 ϕ(x+ b) dx

=

∫ ∞

λ

√
x2 − λ2 [ϕ(x− b)− ϕ(x+ b)] dx.

Rozptyl

Vhyλ (b) = E
[
δhy(X, λ)−Mhyλ (b)

]2

= E
[
δhy(X, λ)

]2 − 2Mhyλ (b) E[δhy(X, λ)] + [Mhyλ (b)]2

= E
[
δhy(X, λ)

]2 − [Mhyλ (b)]2. (B.1)

Hodnota výrazu Mhyλ (b) už je známá a proto nynı́ vypočı́tejme, čemu je roven prvnı́ člen

v (B.1). Označı́me-li nynı́ Y 2 = Z a

Cλ(b) =

∫ ∞

λ

x2 [ϕ(x− b)− ϕ(x+ b)] dx, (B.2)

pak

E
[
δhy(X, λ)

]2
= EY 2 = EZ

= E(Zχ{x| |x|≤λ} + Zχ{x| |x|>λ})

= E(Zχ{x| |x|>λ})

= E

{[
sgn(X)

√
X2 − λ2

]2
χ{x| |x|>λ}

}
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= E
[
(X2 − λ2)χ{x| |x|>λ}

]

=

∫ −λ

−∞
(x2 − λ2)ϕ(x− b) dx+

∫ ∞

λ

(x2 − λ2)ϕ(x− b) dx

=

∫ ∞

λ

(x2 − λ2) [ϕ(x− b) + ϕ(x+ b)] dx

= Cλ(b)− λ2
∫ ∞

λ

ϕ(x− b) dx− λ2
∫ ∞

λ

ϕ(x+ b) dx

= Cλ(b)− λ2[1− Φ(λ− b)] − λ2[1− Φ(λ+ b)]

= Cλ(b)− λ2[2− Φ(λ− b)− Φ(λ+ b)].

Dohromady tedy

Vhyλ (b) = Cλ(b)− λ2[2− Φ(λ− b)− Φ(λ+ b)]− [Mhyλ (b)]2

= (λ+ b)ϕ(λ− b) + (λ− b)ϕ(λ+ b) + (B.3)

+ (1 + b2 − λ2)[2− Φ(λ− b)− Φ(λ + b)]− [Mhyλ (b)]2

s využitı́m vyjádřenı́ Cλ(b) pomocı́ lemmatu 9.1.

Riziko hyperbolického prahovánı́ nynı́ můžeme napsat s využitı́m tvrzenı́ 6.1 jako

Rhyλ (b) = Vhyλ (b) + [M
hy
λ (b)]

2 − 2bMhyλ (b) + b2

= (λ+ b)ϕ(λ− b) + (λ− b)ϕ(λ+ b) + (B.4)

+ (1 + b2 − λ2)[2− Φ(λ− b)− Φ(λ+ b)]− 2bMhyλ (b) + b2.

Lemma 9.1: Platı́

Cλ(b) = (λ+ b)ϕ(λ− b) + (λ− b)ϕ(λ+ b) + (1 + b2)[2− Φ(λ+ b)− Φ(λ− b)].

Důkaz:

Cλ(b) =

∫ ∞

λ

x2 [ϕ(x− b) + ϕ(x+ b)] dx

=

∫ ∞

λ

x2 ϕ(x− b) dx +

∫ ∞

λ

x2 ϕ(x+ b) dx

=

∫ ∞

λ−b

(x+ b)2 ϕ(x) dx +

∫ ∞

λ+b

(x− b)2 ϕ(x) dx. (B.5)

Přitom pro integrály v (B.5) platı́
∫ ∞

λ∓b

(x± b)2 ϕ(x) dx =

∫ ∞

λ∓b

x2 ϕ(x) dx± 2b
∫ ∞

λ∓b

xϕ(x) dx+ b2
∫ ∞

λ∓b

ϕ(x) dx. (B.6)
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Jednotlivé integrály v (B.6) upravı́me:

∫ ∞

λ∓b

x2 ϕ(x) dx = Γ1(λ∓ b)

= (λ∓ b)ϕ(λ∓ b) + Γ0(λ∓ b)

= (λ∓ b)ϕ(λ∓ b) + 1− Φ(λ∓ b) (B.7)

s využitı́m lemmatu 9.2, dále

∫ ∞

λ∓b

xϕ(x) dx = − lim
a→∞

∫ a

λ∓b

dϕ(x)

dx
dx

= −
[
lim
a→∞

ϕ(a)− ϕ(λ∓ b)
]

= ϕ(λ∓ b) (B.8)

s využitı́m dϕ(x)
dx
= −xϕ(x) a dále

∫ ∞

λ∓b

ϕ(x) dx = lim
a→∞

∫ a

λ∓b

ϕ(x) dx

= lim
a→∞
[Φ(x)]aλ∓b

= 1− Φ(λ∓ b). (B.9)

Dı́ky těmto vztahům tedy můžeme dohromady napsat (B.6) jako

∫∞
λ∓b
(x± b)2 ϕ(x) dx = (λ∓ b)ϕ(λ∓ b) + 1− Φ(λ∓ b)

± 2b ϕ(λ∓ b) + b2[1− Φ(λ∓ b)]
(B.10)

a po úpravách pak vyjde konečně

Cλ(b) = (λ+ b)ϕ(λ− b) + (λ− b)ϕ(λ+ b)

+ (1 + b2)[2− Φ(λ− b)− Φ(λ+ b)]. �

Lemma 9.2: Označı́me-li Γn(λ) =
∫∞

λ
x2n ϕ(x) dx, pak tento integrál lze vypočı́st rekur-

zivně

Γn(λ) = λ
2n−1ϕ(λ) + (2n− 1)Γn−1(λ), n ≥ 1, (B.11)

kde Γ0(λ) = 1− Φ(λ).
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Důkaz: Integrovánı́m Γn(λ) per partes pro n ≥ 0 dostáváme

Γn(λ) =

[
x2n+1

2n+ 1
ϕ(x)

]∞

λ

+

∫ ∞

λ

x2n+1

2n+ 1
xϕ(x) dx

=
1

2n+ 1

[
lim
a→∞

a2n+1ϕ(a)− λ2n+1ϕ(λ)
]
+

∫ ∞

λ

x2n+1

2n+ 1
xϕ(x) dx

= − λ2n+1

2n+ 1
ϕ(λ) +

1

2n+ 1

∫ ∞

λ

x2(n+1) xϕ(x) dx

=
1

2n+ 1

[
−λ2n+1ϕ(λ) + Γn+1(λ)

]

a z této rovnosti plyne

Γn+1(λ) = λ
2n+1ϕ(λ) + (2n+ 1)Γn(λ), n ≥ 0,

což po změně indexů je přesně tvrzenı́, které chceme dokázat.

Dále Γ0(λ) =
∫∞

λ
ϕ(x) dx =

∫∞
−∞ ϕ(x) dx−

∫ λ

−∞ ϕ(x) dx = 1− Φ(λ). �
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C Programový balı́k ThreshLab

ThreshLab je autorský soubor programů (tzv. m-funkcı́) pro prostředı́ MATLAB1, který

navazuje na Wavelet Toolbox2 firmy MathWorks. Tento balı́k zahrnuje zejména:

• implementaci všech pěti druhů prahovánı́ waveletových koeficientů,

• numerickou i grafickou statistickou analýzu každého z prahovacı́ch pravidel, a to pro

obecný rozptyl šumu σ 6= 1,

• vytvořenı́ potřebných typů grafů, což zahrnuje např. přehledné zobrazenı́ prahova-

ných koeficientů, zhodnocenı́ výsledků prahovánı́, mnohoměřı́tkovou analýzu

(MRA), těsnost přiléhavosti waveletové báze k analyzovanému signálu

• to vše dostupné pomocı́ několika hlavnı́ch funkcı́ s volitelnými parametry.

M-funkce obsažené v tomto balı́ku jsou k nalezenı́ na přiloženém médiu. Nápovědu k funk-

cı́m a popisky v jimi produkovaných grafech jsme přepracovali do anglického jazyka, kvůli

zamýšlené prezentaci a zveřejněnı́ na mezinárodnı́ úrovni. Hlavnı́ m-funkce ThreshLabu

jsou:

mydwt.m . . . . . . . . . . . .provede waveletovou transformaci (dekompozici) signálu na zá-

kladě řady volitelných parametrů a vykreslı́ přehledný graf wave-

letových koeficientů;

myidwt.m . . . . . . . . . . provede inverznı́ waveletovou transformaci (rekonstrukci) signálu

z waveletových koeficientů a vykreslı́ přehledný graf;

thresh.m . . . . . . . . . . ústřednı́ procedura balı́čku. Na základě řady parametrů provede pra-

hovánı́ waveletového spektra vstupnı́ho signálu a přehledně zobrazı́

výsledný signál a statistiku prahovánı́ jednotlivých úrovnı́ wavele-

tových koeficientů. Praktická ukázka viz obr. 7.1. Implementováno

je pět druhů prahovacı́ch pravidel: tvrdé, měkké, poloměkké, hy-

perbolické a nezáporná garota.

1verze 6 a vyššı́
2verze 2.2
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plot wav.m . . . . . . . . funkce umožňujı́cı́ vykreslenı́ různých typů grafů obsahujı́cı́ch wa-

veletové koeficienty, přı́spěvky jednotlivých úrovnı́ v MRA apod.

Praktická ukázka viz obr. 4.3, 4.9.

era * +.m . . . . . . . . . . patnáct funkcı́ pro statistickou analýzu prahovacı́ch pravidel. Sym-

bol * zastupuje označenı́ typu prahovánı́, symbol+ zastupuje název

statistiky. Např. funkce era hy variance.m vypočı́tá rozptyl

hyperbolického prahovánı́.

denoise tree.m . . .odšumovánı́ signálu reprezentovaného binárnı́m stromem.

wp denoise.m . . . . . provede odšumovánı́ signálu reprezentovaného binárnı́m stromem

pomocı́ nejlepšı́ báze waveletového paketu a tzv. „prahovou“ ent-

ropiı́ (str. 33). Využı́vá funkci denoise tree.m.

Funkce era * +.m využı́vajı́ soubory distchck.m, normpdf.m a normcdf.m

ze Statistics Toolbox for Matlab. Tyto soubory jsou nakopı́rovány do adresáře balı́ku

Threshlab, aby uživatel tento balı́k využı́vat i bez zmı́něného toolboxu.
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D Obsah přiloženého CD

Přiložené CD obsahuje tři adresáře:

/SegWT

obsahuje m-funkce Matlabu, sloužı́cı́ k provedenı́ algoritmu SegWT pro prodlou-

ženı́ okrajů signálu nulami (schéma na obr. 8.8). Hlavnı́ funkce je segwt.m. Adre-

sář také obsahuje funkci compare.m, která kontroluje, zda waveletové koeficienty vy-

počtené segwt.m jsou shodné s koeficienty vypočtenými klasickým způsobem, funkcı́

wavedec.m Wavelet Toolboxu pro Matlab.

/threshlab

obsahuje všechny funkce balı́ku ThreshLab pro Matlab (popis viz přı́lohu C).

/testovani

obsahuje vstupnı́ a výstupnı́ soubory zı́skané během testovánı́ účinnosti waveletových

metod (viz kapitolu 7).
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[67] RAJMIC, P., KLIMEK, J.: Odstraněnı́ „praskánı́“ LP desky pomocı́ waveletové analýzy. In Proceedings

of the 4th conference of Czech Student AES Section on Audio Technologies and Processing, ATP 2003.
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univerzita v Brně, 2004. In print.

106


	Seznam použitých zkratek, symbolů a značení
	Seznam obrázků
	Seznam tabulek
	Úvod
	Přehled současné problematiky
	Metody separace signálů od šumu a hluku
	Waveletové metody zpracování signálu
	Využití waveletových metod při zpracování řeči
	Waveletové metody pro separaci signálu od šumu
	Waveletová transformace realizovatelná v reálném čase


	Cíle dizertační práce
	Výchozí poznatky z matematiky a teorie zpracování signálů
	Matematika
	Teorie zpracování signálů

	Waveletová transformace
	Integrální waveletová transformace
	MR--analýza
	Wavelety s nulovými momenty v MR-analýze

	Konečná diskrétní waveletová transformace
	Souvislost DTWT s lineární filtrací signálu a Mallatův pyramidový algoritmus
	Kmitočtová charakteristika waveletových filtrů
	Waveletové filtry a aliasing


	Waveletové pakety (wavelet packets) a výběr nejlepší báze
	Waveletové pakety jako integrální transformace
	Waveletové pakety jako konečná diskrétní transformace
	Hledání nejlepší báze pro diskrétní signály
	Kmitočtové vlastnosti waveletových paketů

	Waveletové potlačování šumu
	Princip waveletových metod potlačování šumu
	Typy prahovacích pravidel
	Statistická analýza prahovacích pravidel
	Volba prahové hodnoty
	Kvantilová volba prahu
	Univerzální hodnota prahu
	Kritérium zobecněné křížové validace

	Závěr

	Testování waveletových metod na signálech s aditivním šumem
	Testovací a výsledné nahrávky

	Segmentovaná konečná diskrétní waveletová transformace
	Motivace a cíl modifikované metody
	Rozbor pyramidového algoritmu DTWT
	Nový algoritmus segmentované waveletové transformace
	Algoritmus SegWT
	Důsledky a omezení algoritmu SegWT
	Algoritmus SegWT při prodloužení typu zero padding

	Závěr

	Závěr
	Přílohy
	Důkazy tvrzení
	Odvození Mhy(b), Vhy(b), Rhy(b) pro hyperbolické prahování
	Programový balík ThreshLab
	Obsah přiloženého CD

	Literatura

